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Das Thema

Im Forschungsbereich
”
Radarsysteme“ der Abteilung CR/AEM der Robert Bosch GmbH

in Hildesheim werden zukünftige Sensorsysteme für den Einsatz in Kraftfahrzeugen proto-

typisch vorausentwickelt. Im Vordergrund der Arbeiten stehen dabei eine bessere Perfor-

mance und eine erweiterte Funktionalität auf der Basis neuer Sensorkonzepte. Betrachtet

werden derzeit LRR- (Long Range Radar) und MRR- (Medium Range Radar) Systeme

bei einer Frequenz von 77GHz.

Der Fokus der Arbeiten auf der Signalverarbeitungsebene liegt im Bereich der Win-

kelschätzung. Hier werden moderne Verfahren eingesetzt, die eine genauere Winkelschät-

zung und bessere Winkeltrennfähigkeit als konventionelle Systeme ermöglichen. Diese

Verfahren erfordern jedoch einen erheblichen Rechenaufwand, da verschiedene rechenin-

tensive Matrixfaktorisierungen (QR-Zerlegung, Eigenwertzerlegung, . . .) für die Algorith-

mik benötigt werden.

Im Rahmen einer Diplomarbeit ist zu untersuchen, wie die benötigten Matrixfaktorisie-

rungen in einer Fixed-Point-Umgebung implementierbar sind und welche Genauigkeiten

und Dynamikbereiche für diese Operationen benötigt werden.

Zu diesem Zweck sollen MatLab-Modelle dieser Faktorisierungen für sowohl Floating-

Point- als auch Fixed-Point-Arithmetik erstellt werden. Für die Implementierung in Fixed-

Point ist die Fixed-Point-Toolbox von MatLab zu verwenden.

Die Berechnung soll zusätzlich noch in der Sprache C realisiert werden, um dann anschlie-

ßend Funktionstests unter Laborbedingungen auf einer Zielplattform durchzuführen.
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4.3.4. Der CORDIC-Algorithmus . . . . . . . . . . . . . . . . . . . . . . . 95

4.3.5. Vergleich der beiden Wurzelalgorithmen . . . . . . . . . . . . . . . . 100

5. Bewertung des Algorithmus 103

5.1. Hintergrund: Qualität eines Algorithmus . . . . . . . . . . . . . . . . . . . . 103

5.1.1. Numerische Stabilität . . . . . . . . . . . . . . . . . . . . . . . . . . 104

5.1.2. Maßnahmen zur Verbesserung der Stabilität . . . . . . . . . . . . . . 110

5.1.3. Performance . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112

5.1.4. Maßnahmen zur Verbesserung der Performance . . . . . . . . . . . . 114

5.2. Tests . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115

5.2.1. Simulationsergebnisse Floating-Point . . . . . . . . . . . . . . . . . . 118

5.2.2. Simulationsergebnisse Fixed-Point . . . . . . . . . . . . . . . . . . . 124

6. Zusammenfassung und Ausblick 130

Literaturverzeichnis 132

5



Inhaltsverzeichnis

A. Anhang: Verwendete Werkzeuge 134

A.1. MatLab 7.04 (Release 14 SP2) . . . . . . . . . . . . . . . . . . . . . . . . . 134

A.2. Visual C++ 6 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 136

6



Abbildungsverzeichnis

1.1. Die Funktionsweise von ACC . . . . . . . . . . . . . . . . . . . . . . . . . . 16

1.2. Die ACC Sensor & Control Unit (ACC-SCU) der 1. Generation . . . . . . . 17

1.3. Bestimmung von Abstand und Relativgeschwindigkeit . . . . . . . . . . . . 19

1.4. Einfall einer ebenen Wellenfront auf ein ULA . . . . . . . . . . . . . . . . . 21

1.5. Erkennung von Scheinzielen bei Gassenfahrten . . . . . . . . . . . . . . . . 24

1.6. MUSIC-Spektrum für zwei Ziele bei −3◦ und +6◦ . . . . . . . . . . . . . . . 27

2.1. David Hilbert (1862-1943) . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32

2.2. Eigenwerte und -vektoren der Matrix A . . . . . . . . . . . . . . . . . . . . 33

2.3. v ist kein Eigenvektor von A . . . . . . . . . . . . . . . . . . . . . . . . . . 34

2.4. Orthogonal-Projektionen eines Vektors . . . . . . . . . . . . . . . . . . . . . 38

2.5. Allgemeine Householder-Transformationen . . . . . . . . . . . . . . . . . . . 39

2.6. Allgemeine Rotation von Punkten auf dem Umfang des Einheitskreises . . . 41

2.7. Givens-Rotation eines Vektors des R
2 . . . . . . . . . . . . . . . . . . . . . 41

2.8. IEEE 754-Zahlenformate . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43

3.1. Der Ablauf der Eigenwertzerlegung – Kurzübersicht . . . . . . . . . . . . . 49
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1. Einleitung und Aufgabenbeschreibung

1.1. Die Adaptive Geschwindigkeitsregelung (ACC)

Das ACC1-System der Firma Bosch gehört zur Gruppe der elektronischen Komfortsys-

teme für Kraftfahrzeuge. ACC bezeichnet ein noch relativ neues Fahrerassistenzsystem

(Markteinführung im Jahr 1999), das zum heutigen Zeitpunkt hauptsächlich in PKWs der

Oberklasse und gehobenen Mittelklasse verwendet wird.

Grundsätzlich basiert ACC auf dem Funktionsprinzip des herkömmlichen Fahrgeschwin-

digkeitsreglers (Tempomat): Der Fahrer kann eine gewünschte Geschwindigkeit angeben,

die das Fahrzeug dann mit der Hilfe eines entsprechenden Steuergerätes möglichst konstant

zu halten versucht. Bei längeren Fahrten wird dadurch ein vergleichsweise entspanntes

Fahren ermöglicht, da der Fahrer zwar nach wie vor beschleunigen (z.B. beim Überholen)

und bremsen (z.B. bei Behinderung durch langsamere vorausfahrende Verkehrsteilnehmer)

kann, sich aber nicht mehr auf das Einhalten einer konstanten Geschwindigkeit konzen-

trieren muss.

ACC ist eine intelligentere Form des Fahrgeschwindigkeitsreglers, die zusätzlich noch das

Einhalten eines Sicherheitsabstandes zum vorausfahrenden Fahrzeug automatisiert. Das

System erkennt vorausfahrende Fahrzeuge, reagiert selbständig auf Behinderungen und

passt die eigene Geschwindigkeit abhängig von der aktuellen Situation ohne weiters Zutun

des Fahrers entsprechend an.

In Abbildung 1.1 sind (von oben nach unten) die folgenden drei Situationen dargestellt:

1. Freie Fahrt; das ACC-Fahrzeug (rechts) fährt mit der voreingestellten Geschwindig-

keit (140 km/h).

2. Der Sensor erfasst ein langsameres vorausfahrendes Fahrzeug; ACC passt die eigene

Geschwindigkeit dem langsamen Fahrzeug an (140 km/h −→ 110 km/h) und regelt

automatisch den einzuhaltenden Sicherheitsabstand.

3. Das langsame Fahrzeug hat den kritischen Bereich verlassen; das ACC-Fahrzeug be-

schleunigt wieder auf die voreingestellte Geschwindigkeit (110 km/h −→ 140 km/h).

1ACC ⇒ Adaptive Cruise Control
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1.1. Die Adaptive Geschwindigkeitsregelung (ACC)

Abbildung 1.1.: Die Funktionsweise von ACC

Ursprünglich war das ACC-System ausschließlich für den Einsatz bei geringer und leicht

erhöhter Verkehrsdichte konzipiert, um speziell bei Fahrten auf Autobahnen und gut aus-

gebauten Fern- und Landstraßen einen spürbaren Komfortgewinn zu erzielen. Mittlerweile

ist die Entwicklung im Bereich der Sensortechnik allerdings so weit fortgeschritten, dass

ACC auch bei sehr hohen Verkehrsdichten (Stop-and-Go-Verkehr; z.B. Stau, Stadtverkehr)

verwendet werden kann.

Zur Messung von Abstand und Geschwindigkeit vorausfahrender Fahrzeuge wird ein Mil-

limeterwellen-Radar2 (= Mikrowellen-Radar) eingesetzt.

Genau genommen wird für ACC ein Radar-Transceiver verwendet (siehe Abbildung

1.2(a)), der hochfrequente elektromagnetische Wellen im Bereich von 76-77 GHz erzeugt,

in Form von drei (1. Generation) bzw. vier (2. Generation) Strahlkeulen aussendet (Ver-

gleich: siehe Tabelle 1.1), die reflektierten Wellen (= Radar-Echo) mit Hilfe einer Linse

bündelt (siehe Abbildung 1.2(b)) und schließlich alle empfangenen Signale für die nachfol-

gende elektronische Verarbeitung aufbereitet. Echos werden von allen elektrisch leitfähigen

Materialien erzeugt, auf die die Radar-Wellen treffen.

2RADAR ⇒ Radio Detection and Ranging
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1.1. Die Adaptive Geschwindigkeitsregelung (ACC)

(a) Außenansicht (b) Innerer Aufbau

Abbildung 1.2.: Die ACC Sensor & Control Unit (ACC-SCU) der 1. Generation

ACC1 ACC2

Anzahl der Beams 3 4

Reichweite 2 . . . 120 m 2 . . . 150 m

Messbare Relativgeschwindigkeit −50 . . . + 50 m
s
−50 . . . + 50 m

s

Winkelbereich ±4◦ ±8◦

Trennfähigkeit 0.85 m; 1.7 m
s

0.85 m; 1.7 m
s

Messrate 10 Hz 10 Hz

Frequenzbereich 76 . . . 77 GHz 76 . . . 77 GHz

Mittlere Sendeleistung ca. 1mW ca. 1mW

Bandbreite ca. 200MHz ca. 200MHz

Tabelle 1.1.: Kenndaten der Radar-SCU

1.1.1. Die Gewinnung von Informationen mittels ACC

Die folgenden Informationen über das vorausfahrende Fahrzeug können aus dem Sende-/

Empfangsverhalten des Radar-Transceivers abgeleitet werden [Bos02]:

a) Die Relativgeschwindigkeit des vorausfahrenden Fahrzeuges kann durch eine Aus-

wertung der Frequenzverschiebung zwischen abgestrahltem und empfangenem Signal

(⇒ Dopplereffekt) bestimmt werden:

vrel = −∆f · c
2 fc

(1.1)
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1.1. Die Adaptive Geschwindigkeitsregelung (ACC)

mit

vrel ⇒ Relativgeschwindigkeit

∆f ⇒ Differenzfrequenz

c ⇒ Lichtgeschwindigkeit ≈ 3 · 108 m

s
fc ⇒ Trägerfrequenz (bei ACC: ca. 76.5 GHz).

Für den Fall fc = 76.5 GHz und ∆f = 510Hz ergibt sich eine Relativgeschwindigkeit

von −1 m
s

und somit eine Annäherung an das vorausfahrende Fahrzeug.

b) Der Abstand kann über eine Laufzeitmessung der Radar-Wellen ermittelt werden:

d =
τ · c
2

(1.2)

mit

d ⇒ Abstand

τ ⇒ Laufzeit des Signals

c ⇒ Lichtgeschwindigkeit ≈ 3 · 108 m

s
.

Falls also τ = 1µs, dann beträgt der Abstand ca. 150 m.

Da es jedoch messtechnisch sehr aufwändig wäre, diese (direkte) Laufzeitmessung

praktisch umzusetzen, wird stattdessen eine indirekte Laufzeitmessung angewendet,

die auf einer Frequenzmodulation basiert. Die Methode wird als FMCW3 bezeichnet

und funktioniert – vereinfacht dargestellt – folgendermaßen:

Es wird keine Radar-Welle mit einer statischen Frequenz ausgesendet, sondern es fin-

det ein Frequenz-Sweeping statt. Dabei wird die Frequenz des ausgesendeten Signals

über die Zeit betrachtet durch Modulation mittels eines VCO4 rampenförmig linear

verändert. Eine Welle wird also beispielsweise mit der Frequenz f1 ausgesendet, vom

Ziel reflektiert und zum Radar-Transceiver zurückgeworfen. In dem Moment, in dem

das Echo eintrifft, hat der Oszillator seine Frequenz verändert; sie beträgt jetzt f2.

Aus der Differenz zwischen f1 und f2 kann dann berechnet werden, wie groß die

zeitliche Differenz zwischen Aussenden und Empfangen der Welle nun tatsächlich

war.

An dieser Stelle wird jedoch sofort ein Problem deutlich: Die Frequenzverschiebung

enthält nun untrennbar zwei Informationen: Abstand und Relativgeschwindigkeit.

In der grafischen Darstellung ergibt dieser Zusammenhang eine Schar von Punkten,

die alle auf einer Geraden liegen und von denen nur einer die wirklich korrekten

3FMCW ⇒ Frequency Modulated Continous Wave
4VCO ⇒ Voltage-Controlled Oscillator
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1.1. Die Adaptive Geschwindigkeitsregelung (ACC)

Abbildung 1.3.: Bestimmung von Abstand und Relativgeschwindigkeit

Informationen enthält. Durch eine einfache Maßnahme kann dieser Punkt jedoch

sehr leicht gefunden werden: Es wird eine zweite Messung mit einer veränderten

Sweeping-Rampe (z.B. negative Rampe) durchgeführt. Die neue Messung ergibt

logischerweise auch eine veränderte Gerade in der Grafik (siehe Abbildung 1.3). Der

Schnittpunkt beider Geraden ist dann der gesuchte Punkt, der die korrekten Werte

für Abstand und Relativgeschwindigkeit des Ziels repräsentiert. In der Praxis werden

noch weitere Rampen verwendet, um eine Entstehung von falschen Schnittpunkten

(Scheinziele) zu vermeiden.

c) Die letzte Information, die nun noch für die korrekte Funktion des ACC benötigt

wird, ist die Winkelbestimmung des detektierten Ziels vor dem eigenen Fahrzeug.

Dies ist unabdingbar, um z.B. auf mehrspurigen Straßen feststellen zu können, ob

sich ein langsameres Fahrzeug auch tatsächlich auf derselben Fahrbahnspur befindet

wie das ACC-Fahrzeug. Auch in Kurven muss das System natürlich zuverlässige

Daten liefern, was durch eine Auswertung zusätzlicher Informationen wie Einschlag

des Lenkrads oder Stellung der Reifen erreicht werden kann. Diese Informationen

werden genutzt, um eine Kursprädiktion durchzuführen und damit eine eindeutige

Zuordnung des Zielobjekts zur eigenen Fahrspur zu gewährleisten.

1.1.2. Weiterentwicklung des ursprünglichen Systems

Das Hauptinteresse bei der Weiterentwicklung der Radargeräte lag in den vergangenen

Jahren bei der Minimierung der Baugröße des Geräts. Wie in Abbildung 1.2(b) zu sehen

ist, existieren zwei physikalische Parameter, die eine beliebige Verkleinerung des Radar-

geräts verhindern. Auf der einen Seite ist dies die Dimension der Antennenapertur und

auf der anderen Seite die daraus resultierende Fokuslänge zwischen Antenne und Linse.

Bei der Entwicklung der zweiten Generation des Radar-Geräts ist es gelungen, das Volu-

men des Sensors im Vergleich zum ACC1-System auf 28 % zu verringern und somit die

Integration des Gerätes in die Front des Kfz zu verbessern.
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1.2. Ein neuer Ansatz: Gruppenantennen

Ein Nachteil des bestehenden Linsenkonzepts ist die mangelhafte Flexibilität. Da stets

die gleichen statischen Strahlenkeulen ausgebildet werden, ist es nicht möglich, das Ver-

halten des Sensors an auftretende Situationen anzupassen und die Beams dynamisch in

andere Richtungen
”
sehen“ zu lassen. Zur Auswertung der Winkelinformationen werden

momentan Beam Matching-Verfahren eingesetzt werden, was die vorhandenen Möglich-

keiten noch zusätzlich einschränkt, da keine Mehrzielfähigkeit bzgl. des Winkels gegeben

ist (siehe hierzu Kapitel 1.2.2). Durch das im ACC-System verwendete FMCW-Verfahren

wird lediglich eine Mehrzielfähigkeit bzgl. Relativgeschwindigkeit und Entfernung gewähr-

leistet.

1.2. Ein neuer Ansatz: Gruppenantennen

Zurzeit wird eine neue Generation von Radar-Geräten bei Bosch erforscht, die auf einem

komplett neuen Ansatz auf der Basis planarer Antennen beruht. Diese neue Technologie

bietet eine Reihe von Vorteilen gegenüber der bisher verwendeten ACC-Linsenstruktur:

➟ Es wird keine Sammellinse zur Bündelung des Radar-Echos mehr benötigt. Dies

ermöglicht eine erhebliche Reduzierung der Bautiefe des Sensors.

➟ Durch Anwendung der DBF5-Methode entfällt die Ausbildung von statischen Radar-

Beams. Stattdessen können die Beams im Basisband bequem an die vorliegende

Signalsituation angepasst werden.

➟ Mehrzielfähigkeit bzgl. des Winkels ist erreichbar.

➟ Für diese Technologie existieren weitaus vielfältigere Verfahren der Signalverarbei-

tung, da keine Informationsverdichtung im HF-Bereich (Linse) durchgeführt wird,

sondern die vollständige Information im Basisband vorliegt.

1.2.1. Das Datenmodell einer Gruppenantenne

Eine Gruppenantenne ist eine Antennenform, bei der einzelne Antennenelemente in einer

Linie (R1), einer Ebene (R2) oder im Raum (R3) verteilt sind. Derartige Anordnungen sind

immer dann sinnvoll, wenn ein einfallendes Signal – z.B. zum Zweck der Winkelschätzung

– in mehrere Signale aufgeteilt werden soll. Es ist leicht nachzuvollziehen, dass es mit

einer einzelnen Antenne unmöglich ist, den Einfallswinkel (DOA6) eines Signals zu be-

stimmen. Mit zwei Antennen ist dies hingegen theoretisch möglich, da der entstehende

Laufzeitunterschied des Signals bereits Informationen über den Einfallswinkel enthält.

5DBF ⇒ Digital Beamforming
6DOA ⇒ Direction of Arrival
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1.2. Ein neuer Ansatz: Gruppenantennen

Allgemein gilt: Mit N Antennen(elementen) können die Einfallswinkel von maximal N−1

verschiedenen Signalen bestimmt werden.

Für beliebig angeordnete Antennen(elemente) können die unterschiedlichen Einzelsignale

x̃1 . . . x̃N , die durch ein einfallendes Signal s(t) von den Antennen erzeugt werden, mathe-

matisch gesehen folgendermaßen ausgedrückt werden [Gro00]:

x̃1(t) = s(t) · ejω0t

x̃2(t) = s(t− τ2) · ejω0(t−τ2) = x̃1(t− τ2)

x̃3(t) = s(t− τ3) · ejω0(t−τ3) = x̃1(t− τ3)
...

x̃N (t) = s(t− τN ) · ejω0(t−τN ) = x̃1(t− τN )

(1.3)

Bei dieser Darstellung wird das Signal x̃1 der ersten Antenne als Referenz verwendet, und

alle anderen Signale x̃2 . . . x̃N unterliegen verglichen mit x̃1 einem Laufzeitunterschied

τ2 . . . τN . Da die Antennen ohne jede Regelmäßigkeit angeordnet wurden, weisen auch

τ2 . . . τN keine Regelmäßgkeiten auf.

Um die Signalverarbeitung zu erleichtern, wird für die Winkelschätzung bei Bosch ein

ULA7 verwendet. Bei dieser speziellen Form der Gruppenantenne werden die Antennen-

elemente in Form einer Linie in gleichmäßigen Abständen angeordnet (siehe hierzu Abbil-

dung 1.4). Als Abstand ∆ zwischen den einzelnen Elementen wird das Maß λ
2 verwendet,

was bei einer Frequenz von 76.5 GHz etwa 2mm entspricht.

Abbildung 1.4.: Einfall einer ebenen Wellenfront auf ein ULA

7ULA ⇒ Uniform Linear Array
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1.2. Ein neuer Ansatz: Gruppenantennen

Dadurch wird eine Abhängigkeit der einzelnen Verzögerungen τ2 . . . τn in das Gleichungs-

system 1.3 eingeführt:

x̃1(t) = s(t) · ejω0t

x̃2(t) = s(t− τ) · ejω0(t−τ) = x̃1(t− τ)

x̃3(t) = s(t− 2 τ) · ejω0(t−2 τ) = x̃1(t− 2 τ)
...

x̃N (t) = s(t− (N − 1) · τ) · ejω0(t−(N−1)·τ) = x̃1(t− (N − 1) · τ)

(1.4)

Mit anderen Worten: Der Laufzeitunterschied zwischen x̃1 und x̃N ist genau (N − 1) mal

so groß wie der Laufzeitunterschied zwischen x̃1 und x̃2.

Im betrachteten Fall ist die Bandbreite des einfallenden Signals sehr gering im Verhältnis

zur Bandmittenfrequenz des Signals (B ≈ 200 MHz ≪ f0 ≈ 76.5 GHz).

Dies bedeutet, dass ein schmalbandiges Signal vorliegt, weshalb es zulässig ist, eine

sog. Schmalbandnäherung durchzuführen:

s(t− τ)︸ ︷︷ ︸
≈ s(t)

·ejω0(t−τ) −→ s(t) · ejω0(t−τ) (1.5)

Somit vereinfacht sich das Gleichungssystem 1.4 zu folgender Darstellung:

x̃1(t) = s(t) · ejω0t

x̃2(t) = s(t) · ejω0(t−τ) = s(t) · ejω0t · e−jω0τ

x̃3(t) = s(t) · ejω0(t−2 τ) = s(t) · ejω0t · e−jω02 τ

...

x̃N (t) = s(t) · ejω0(t−(N−1)·τ) = s(t) · ejω0t · e−jω0(N−1)·τ

(1.6)

Aus allen Signalen kann nun der Empfangsvektor x̃(t) gebildet werden:

x̃(t) =





x̃1(t)

x̃2(t)

x̃3(t)
...

x̃N (t)





=





1

e−jω0τ

e−jω02 τ

...

e−jω0(N−1)·τ





· s(t) · ejω0t (1.7)
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1.2. Ein neuer Ansatz: Gruppenantennen

Jetzt werden die Signale in das Basisband heruntergemischt, was einer Division durch den

ejω0t-Term entspricht:

x(t) =





1

e−jω0τ

e−jω02 τ

...

e−jω0(N−1)·τ





· s(t) = a(θ) · s(t) (1.8)

Jedes einzelne Element des Vektors a(θ) kann den folgenden Umformungen unterzogen

werden:

e−jω0τ = e
−j 2π

T0
τ

ω0 = 2πf0 = 2π
T0

= e−j 2π
λ
·

= ∆x︷ ︸︸ ︷
∆ · sin θ τ

T0
= ∆x

λ

= e−jπ·sin θ ∆ = λ
2

(1.9)

Der Steuervektor a(θ) hat nun schließlich die Form

a(θ) =





1

e−jπ·sin θ

e−j2π·sin θ

...

e−j(N−1)π·sin θ





. (1.10)

Jedes einzelne Signal s1 . . . sM ergibt einen eigenen Steuervektor a(θ1) . . .a(θM ). Alle

Steuervektoren werden nach dem Überlagerungsprinzip in der Steuervektormatrix A zu-

sammengefasst.

So entsteht aus allen eintreffenden Signalen am Ende das ideale Basisbandmodell

x =
M∑

i=1

a(θi) · si(t) = (a(θ1) a(θ2) a(θ3) . . . a(θM ))

︸ ︷︷ ︸
A→Steuervektormatrix

·





s1(t)

s2(t)

s3(t)
...

sM (t)





(1.11a)

bzw.

x = A · s. (1.11b)
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1.2. Ein neuer Ansatz: Gruppenantennen

Um die Realität besser nachzubilden, wird im Allgemeinen noch ein Rauschterm n hinzu-

addiert:

x = A · s + n (1.12)

mit

x ⇒ empfangenes Signal der Gruppenantenne

A ⇒ Steuervektormatrix

s ⇒ Vektor der eintreffenden Signale

n ⇒ Rauschen.

1.2.2. Anwendung von hochauflösenden Verfahren bei der

Signalverarbeitung

Abbildung 1.5.: Erkennung von Scheinzielen bei Gassenfahrten

Ein Problemfall, der bei der Messung des Winkels zwischen dem Aufenthaltsort vorausfah-

render Verkehrsteilnehmer und der Hauptachse des ACC-Fahrzeugs immer wieder auftritt,

ist die sog. Gassenfahrt. Dieser Begriff bezeichnet eine Situation, in der sich zwei Fahrzeu-

ge in gleichem Abstand und mit gleicher Relativgeschwindigkeit vor dem ACC-Fahrzeug

befinden (siehe Abbildung 1.5).
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1.2. Ein neuer Ansatz: Gruppenantennen

Hier ist es nun von entscheidender Bedeutung, ob das verwendete Sensorsystem eine Mehr-

zielfähigkeit bzgl. des Winkels besitzt. Ein solches mehrzielfähiges System ist in der Lage,

im gezeigten Szenario korrekt zu erkennen, dass es sich um zwei Fahrzeuge handelt, von

denen sich keines auf der gleichen Fahrspur wie das ACC-Fahrzeug befindet. Ein nicht-

mehrzielfähiges System wird in vielen Fällen ein sog. Scheinziel erkennen, welches sich

zwischen den beiden reellen Zielen befindet. Dies kann dazu führen, dass ACC das Fahr-

zeug abbremst, obwohl in Wirklichkeit gar keine Behinderung vorliegt.

Wie bereits erwähnt, besitzen die ACC-Sensoren, die das Linsen-Konzept verwenden, keine

Mehrzielfähigkeit bzgl. des Winkels. Auch Sensoren auf der Basis planarer Gruppenan-

tennen, sind nicht zwingend mit der dafür benötigten Funktionalität ausgestattet.

Eine Möglichkeit, diese Fähigkeit mit planaren Sensoren zu erreichen, ist die Verwendung

sog. hochauflösender Verfahren. Dies sind Verfahren, die von einem guten SNR8

profitieren und somit systembedingte Nachteile (z.B. geringe Größe der Antennenapertur)

kompensieren können.

Um ein hochauflösendes Verfahren anwenden zu können, wird als Ausgangspunkt für jegli-

che Berechnungen die Korrelationsmatrix Rxx der empfangenen Signale benötigt. Rxx ist

in der Praxis nicht bekannt, kann aber aus mehreren zeitlich aufeinanderfolgenden Emp-

fangsvektoren x(1) . . .x(L) geschätzt werden.

Es gilt: Je größer die Anzahl der für die Schätzung verwendeten Vektoren, desto näher

liegt die geschätzte an der tatsächlichen (unbekannten) Korrelationsmatrix.

Durch die Zusammenfassung der aufeinanderfolgenden Empfangsvektoren x(1) . . .x(L)

entsteht die Empfangsvektormatrix

XL = A · SL + NL. (1.13)

Die Korrelationsmatrix kann jetzt durch den Ausdruck

Rxx = E{x · xH} ≈ R̂xx =
1

L

[
XL ·XH

L

]
(1.14)

geschätzt werden (E{. . .} −→ Erwartungswert-Operator) [Wie02].

Nachdem nun also die Korrelationsmatrix ermittelt wurde, kann ein sog. Eigenvektor-

basiertes bzw. Unterraum-basiertes Berechnungsverfahren für die Winkelschät-

zung verwendet werden.

Der Zusammenhang, der diesen Verfahren zugrunde liegt, sei im Folgenden einmal kurz

erläutert:

Die Anzahl der Antennenelemente sei N und die Anzahl der einfallenden Signale sei M .

Die Größe der – stets quadratischen – Korrelationsmatrix hängt unmittelbar von der

8SNR ⇒ Signal to Noise Ratio, Verhältnis von Nutzsignal zu Rauschen
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1.2. Ein neuer Ansatz: Gruppenantennen

Anzahl der Antennen ab, in diesem Fall also N × N . Diese Matrix hat nun N (reelle)

Eigenwerte, von denen M relativ
”
groß“ und (N −M) vergleichsweise “klein“ sind.

➟ Die Eigenvektoren der M großen Eigenwerte bilden eine Basis des Signalunter-

raumes S, der durch die Steuervektoren a(θ1) . . .a(θM ) der eintreffenden Signale

aufgespannt wird.

➟ Die Eigenvektoren der (N−M) kleineren Eigenwerte bilden den Rauschunterraum

N , der orthogonal zum Signalunterraum angeordnet ist und damit auch orthogonal

zu den gesuchten Steuervektoren.

Auch an dieser Stelle sei noch einmal erwähnt, dass die Winkelschätzung nur für M < N

funktionieren kann.

1.2.3. Beispiele für Unterraum-basierte Verfahren

Die beiden bekanntesten Unterraum-basierten Verfahren, die für die Winkelschätzung ver-

wendet werden können, nennen sich MUSIC9 und ESPRIT10 [Moo00].

MUSIC

Im ersten Schritt wird eine Eigenwertzerlegung der Korrelationsmatrix durchgeführt:

R̂xx ·V = V ·





q1

q2 0
q3

0
. . .

qN





(1.15)

mit

q1 . . . qN ⇒ Eigenwerte der Korrelationsmatrix (q1 ≥ q2 ≥ . . . ≥ qN )

V ⇒ Eigenvektormatrix.

9MUSIC ⇒ Multiple Signal Classification
10ESPRIT ⇒ Estimation of Signal Parameters via Rotational Invariance Techniques
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1.2. Ein neuer Ansatz: Gruppenantennen

Abbildung 1.6.: MUSIC-Spektrum für zwei Ziele bei −3◦ und +6◦

Anschließend wird im zweiten Schritt über die folgende Formel das räumliche Spektrum

des empfangenen Signals bestimmt [Wie02]:

Q(θ) =
aH(θ) · a(θ)

aH(θ) ·VN ·VH
N · a(θ)

für alle θ ∈ [−90◦,+90◦]. (1.16)

Sobald θ einer der Signaleinfallsrichtungen entspricht, liegen die Steuervektoren a(θ) im

Signalunterraum S. Da sie damit gleichzeitig orthogonal zum Rauschunterraum N lie-

gen, wird das Produkt im Nenner idealerweise zu Null, und es entsteht eine Polstelle im

Spektrum Q(θ), die in der grafischen Darstellung (siehe Abbildung 1.6) als Spitze zu er-

kennen ist. In der Praxis ist es nicht möglich, eine wirkliche Polstelle zu erzeugen, da die

Unterräume nicht perfekt geschätzt werden können.

Der MUSIC-Algorithmus ist zwar vergleichsweise einfach zu implementieren, jedoch ist

er leider auch sehr rechenintensiv, da das Spektrum über den gesamten Winkelbereich

berechnet werden muss.
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1.3. Die Aufgabenstellungen der Diplomarbeit

ESPRIT

Da ESPRIT keine rechenintensive spektrale Suche benötigt wie der MUSIC-Algorithmus,

erreicht ESPRIT insbesondere bei einer geringen Anzahl zu detektierender Ziele einen

großen Performance-Vorteil [Roy89].

1. Der Signalunterraum der Korrelationsmatrix wird berechnet und in einer Matrix

gespeichert. −→ Us

2. Diese Matrix wird entsprechend der translatorischen und rotatorischen Array-Inva-

rianz in zwei Teilmatrizen aufgeteilt. −→ Us =
(

Us1

Us2

)

3. Das Gleichungssystem Us2 = Us1 ·Ψ wird nach der Methode der kleinsten absoluten

Quadrate (TLS11) gelöst.

4. Die Eigenwertzerlegung von Ψ wird durchgeführt.

5. Die DOAs der Signale werden aus den Diagonalelementen der Eigenwertmatrix be-

rechnet.

1.3. Die Aufgabenstellungen der Diplomarbeit

1.3.1. Teil 1: Programmierung einer Eigenwertzerlegung

Die aktuelle Software für die Signalverarbeitung des Gruppenantennen-Systems läuft bei

Bosch zurzeit komplett in einer Floating-Point-Umgebung auf einem PowerPC-System

(MPC 5200) ab. Für die Berechnung der Eigenwertzerlegung werden im aktuellen Entwick-

lungsstand Code-Routinen aus einer frei erhältlichen Funktionsbibliothek (Linear Algebra

Package, LAPACK) verwendet, die eine beträchtliche Vielfalt von Funktionen bietet und

die auch bereits als Grundlage für zahlreiche kommerzielle Softwareentwicklungen (z.B.

MatLab) auf dem Gebiet der linearen Algebra verwendet wurde.

LAPACK stellt u.a. die folgenden Berechnungen zur Verfügung:

➟ Eigenwertzerlegung

➟ Singulärwertzerlegung

➟ QR-/RQ- sowie QL-/LQ-Zerlegung

➟ Bi-/Tridiagonalisierung bzw. Berechnung der Hessenberg-Form einer Matrix

➟ einige weitere Matrixfaktorisierungen (Schur-, LU-, Cholesky-, etc.)

11TLS ⇒ Total Least Squares
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1.3. Die Aufgabenstellungen der Diplomarbeit

➟ Balancing

➟ Abschätzung der Konditionszahl einer Matrix

➟ Berechnung der Inversen einer Matrix

➟ Lösung von linearen Gleichungssystemen

Die erste Version der LAPACK-Bibliothek wurde im Jahr 1994 veröffentlicht. Seitdem ist

das Paket stets verbessert und erweitert worden, und das neueste Release aus dem Jahr

2000 gilt im Allgemeinen als stabil und zuverlässig.

Trotz des immensen Funktionsumfangs und der Ausgereiftheit der Bibliothek gibt es je-

doch einige Gründe, die gegen einen Einsatz von LAPACK bei der Programmierung einer

Eigenwertzerlegung sprechen:

1. Für kleinere Projekte ist das Paket zu umfangreich. Selbst bei sehr gezielter Einbin-

dung einzelner Quellcode-Dateien aus der LAPACK-Bibliothek wäre es unumgäng-

lich, auch zahlreiche Funktionen einzubeziehen, die nicht benötigt werden. Dadurch

würde folglich ein immenser Overhead entstehen, der die Ausführung der Berech-

nungen unnötig ausbremst.

2. LAPACK wurde ursprünglich in FORTRAN77 programmiert. Zwar wurden sämt-

liche Routinen nach C
”
übersetzt“, allerdings wurden problematische Eigenheiten

wie z.B. die unübersichtliche FORTRAN-Indizierung unverändert aus dem Original-

Code übernommen.

Das Ausmaß des dadurch entstehenden Performance-Defizits ist schwer abzuschät-

zen. Jedoch besteht berechtigte Hoffnung, dass entsprechend optimierte native C-

Funktionen schneller ablaufen könnten als die gegebenen FORTRAN-Derivate.

Hieraus ergibt sich die erste Aufgabenstellung dieser Arbeit:

Es ist ein Algorithmus zur Durchführung von Eigenwertzerlegungen zu implementieren,

der sowohl für reell-symmetrische als auch komplex-hermitesche n×n-Matrizen geeignet

ist und der zunächst vollständig auf Floating-Point-Operationen basiert. Dieser Algo-

rithmus soll zuerst in MatLab realisiert und anschließend bzgl. numerischer Stabilität

und Performance soweit optimiert werden, dass er für den Einsatz in einem technischen

System verwendet werden kann.

Durch die Implementierung in MatLab soll gleichzeitig das grundlegende Verständnis des

Ablaufs und der mathematischen Hintergründe der Eigenwertzerlegung gefestigt und er-

weitert werden.

Sobald der MatLab-Code zufriedenstellende Ergebnisse liefert, ist der entwickelte Algo-

rithmus in C zu implementieren. Nach erneuten Tests und Optimierungen wird der

C-Code dann zum Schluss auf der Ziel-Hardware einem Praxistest unterzogen.
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1.3. Die Aufgabenstellungen der Diplomarbeit

1.3.2. Teil 2: Umsetzung der Eigenwertzerlegung in einer

Fixed-Point-Umgebung

Obwohl es ohne Zweifel möglich ist, eine Eigenwertzerlegung schnell und stabil als Software

auf einem Floating-Point DSP durchzuführen, ist diese Lösung aus Performance- und vor

allem auch Kostengründen auf lange Sicht dennoch nicht sehr zufrieden stellend.

Es existieren drei Möglichkeiten um die Geschwindigkeit der Berechnung in Floating-Point

zu erhöhen:

1. Optimierung des Berechnungsalgorithmus

Diese erste Variante besitzt im Falle einer Verwendung von LAPACK nur sehr limi-

tiertes Potential, da prinzipiell bereits alle denkbaren Optimierungen vorgenommen

wurden. Für den Fall der Eigenentwicklung ist jedoch natürlich noch Raum für

Verbesserungen vorhanden.

2. Verwendung eines höher getakteten DSPs

Aufgrund physikalischer Gegebenheiten ist es nicht möglich, den Takt eines DSPs

beliebig zu erhöhen. Soll trotzdem immer der schnellste verfügbare DSP verwendet

werden, entstehen dadurch inakzeptable Kosten für die Hardware, die zudem im

Kfz-Bereich i. a. nicht tauglich ist.

3. Realisierung des Algorithmus in Hardware (FPGA, ASIC)

Dies ist sicherlich der sinnvollste Ansatz, da Berechnungen durch spezialisierte Hard-

ware grundsätzlich schneller ausgeführt werden können als in Software auf einem

Mehrzweck-DSP. Allerdings würde auch hier die Implementierung eines Floating-

Point-basierten Berechnungsalgorithmus zu relativ hohen Kosten führen [Fra04].

Die optimale Lösung um eine Reduzierung der Kosten zu erreichen wäre sicherlich

eine Portierung der Berechnung von Floating-Point nach Fixed-Point mit anschlie-

ßender Integration des Algorithmus in einen preisünstigen Hardware-Baustein.

Die zweite Aufgabenstellung, die gleichzeitig den Hauptschwerpunkt dieser

Arbeit darstellt, ist daher die folgende:

Es soll überprüft werden, ob es möglich ist, eine Eigenwertzerlegung teilweise oder sogar

komplett in einer Fixed-Point-basierten Umgebung durchzuführen.

Zu diesem Zweck muss zu Beginn erst einmal die Eigenwertzerlegung in einer Fixed-

Point-Umgebung implementiert werden. Anschließend gilt es zu ermitteln, bei welchen

Einzelschritten es zu Problemen bzgl. der numerischen Stabilität der Berechnung kommen

kann. Am Ende sollen dann Lösungen gefunden werden, um diese Probleme zu beseitigen

bzw. zu umgehen.
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1.3. Die Aufgabenstellungen der Diplomarbeit

1.3.3. Die Ausgangssituation

➟ Es existieren bereits einige MatLab-Bibliotheken, die als Grundlage für einzelne

Berechnunsschritte der Eigenwertzerlegung (Householder, Givens) verwendet werden

können.

➟ Der Quellcode der LAPACK-Bibliothek steht zur Verfügung, um Anregungen und

Ideen für die Programmierung zu geben.

➟ MatLab kann genutzt werden, um die Ergebnisse der einzelnen neu realisierten Pro-

grammfunktionen auf ihre Korrektheit zu überprüfen, da entsprechende Befehle in

MatLab bereits fest integriert sind (z.B. der
”
eig“-Befehl zur Berechnung von Eigen-

werten und -vektoren).

➟ Als Fixed-Point-Umgebung kann die Fixed-Point-Toolbox von MatLab verwendet

werden, die schon diverse arithmetische Basisoperationen für die Entwicklung be-

reitstellt.

31



2. Grundlagen

2.1. Eigenwerte und Eigenvektoren

2.1.1. Herkunft des Begriffs

Als Eigenwerte und -vektoren werden spezielle, charakteristische Werte und Vektoren be-

zeichnet, die zu einer n × n-Matrix gehören, die ihr also sozusagen
”
eigen“ sind. In der

modernen englischsprachigen Mathematik-Literatur heißen diese Eigenschaften “eigenva-

lues” bzw. “eigenvectors”, was die Vermutung nahelegt, es könnte sich bei dem Wortteil

”
Eigen-“ um einen Namen handeln, möglicherweise den eines bedeutenden Mathematikers.

Dies ist jedoch nicht richtig. Vielmehr handelt es sich um ein Lehnwort aus dem Deut-

schen, das heute auch in anderen Sprachen verwendet wird. In älteren englischsprachigen

Mathematik-Texten finden sich häufig die Ausdrücke “proper value”, “characteristic va-

lue”, “latent value” und “secular value”, die alle die gleiche Bedeutung wie “eigenvalue”

haben.

Es wird angenommen, dass der Begriff
”
Eigenwert“ zum ersten Mal im Jahr 1904 verwen-

det wurde, und zwar von David Hilbert (1862-1943) in seinem Werk
”
Grundzüge einer

allgemeinen Theorie der linearen Integralgleichungen“ [Mil05].

Abbildung 2.1.: David Hilbert (1862-1943)
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2.1. Eigenwerte und Eigenvektoren

Eigenwert-/vektor-Probleme ergeben sich u.a. bei den folgenden wissenschaftlichen An-

wendungen:

➟ Analyse von schwingfähigen Systemen (Quantenmechanik)

➟ Untersuchung von Spannungen (Festigkeitslehre)

➟ zahlreiche technische Problemstellungen, die sich mit der Stabilität von Systemen

beschäftigen

➟ Berechnung der Hauptkomponenten von Punktmengen (z.B. Principal Component

Analysis in der Psychologie)

2.1.2. Die Mathematische Bedeutung der Eigenwerte und -vektoren

Als einfaches Beispiel zur Veranschaulichung von Eigenwerten und Eigenvektoren diene

nun im Folgenden einmal eine Matrix aus dem R
2

A =

(
3 1

1 3

)
.

Diese Matrix hat die Eigenwerte λ1 = 2 und λ2 = 4 sowie die dazugehörigen Eigenvektoren

x1 =
(−1

1

)
und x2 = ( 1

1 ) .

Abbildung 2.2.: Eigenwerte und -vektoren der Matrix A

Allgemein kann festgehalten werden, dass eine quadratische Matrix des R
n immer n Ei-

genwerte besitzt. Diese müssen jedoch nicht zwangsläufig auch alle unterschiedlich groß

sein. Ebenso wie in der Analysis zahlreiche Funktionen mit mehrfachen Nullstellen be-

kannt sind (z.B. f(x) = x2), so existieren in der linearen Algebra Matrizen mit mehrfachen

Eigenwerten.
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2.1. Eigenwerte und Eigenvektoren

Beispielsweise hat die Matrix




7 −2 1

−2 10 −2

1 −2 7



 die Eigenwerte

➟ λ1 = 12

➟ λ2 = λ3 = 6.

Für sämtliche Eigenvektoren und Eigenwerte einer Matrix gilt die Gleichung [Ant98]

Ax = λx (2.1a)

bzw.

(λ I−A)x = 0. (2.1b)

I steht dabei für eine Einheitsmatrix entsprechender Größe.

In Worten ausgedrückt bedeutet dies, dass das Produkt aus einer Matrix A und ihrem Ei-

genvektor x ein skalares Vielfaches von x ergibt. Dieser Zusammenhang soll in Abbildung

2.2 verdeutlicht werden.

Anmerkung: Die Gleichungen 2.1a und 2.1b sind für beliebige Matrizen A korrekt, wenn

x der Nullvektor ist. Daher wird dieser Fall auch als triviale Lösung bezeichnet. Als

Eigenvektoren und Eigenwerte gelten jedoch ausschließlich solche Vektoren x und Skalare

λ, die wirklich spezifisch für die betrachtete Matrix A sind (⇒ nichttriviale Lösung).

Nun ist es auch leicht einzusehen, dass beispielsweise der Vektor v (siehe Abbildung 2.3)

kein Eigenvektor von A ist, da Av = ( 3 1
1 3 ) ( 1

2 ) = ( 5
7 ) kein skalares Vielfaches von v ist.

Abbildung 2.3.: v ist kein Eigenvektor von A
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2.2. Weitere Mathematische Grundlagen

Weiterhin ist zu beachten, dass bei Eigenvektoren nur die Lage im Raum, nicht aber die

Länge/der Betrag des Vektors eine Rolle spielt. Ist also ( 1
1 ) ein Eigenvektor, so sind alle

gestreckten (z.B. ( 2
2 )), gestauchten (z.B. ( 0.4

0.4 )) und invertierten (z.B.
(−1
−1

)
) Vielfachen

von ( 1
1 ) auch Eigenvektoren. MatLab normiert beispielsweise alle Eigenvektoren immer

auf die Länge 1; anstelle von ( 1
1 ) wird also

(√
0.5√
0.5

)
= ( 0.707

0.707 ) ausgegeben.

Die Eigenwerte sind im Gegensatz zu den Eigenvektoren eindeutig festgelegt. Sie können

nicht skaliert werden.

Eigenwerte sind definiert als Lösungen der charakteristischen Gleichung einer Matrix

det |λI−A| = 0. (2.2)

Nach dieser Gleichung lässt sich das charakteristische Polynom der Matrix bestimmen:

det

∣∣∣∣∣

(
λ 0

0 λ

)
−
(

3 1

1 3

)∣∣∣∣∣ = det

∣∣∣∣∣

(
λ− 3 −1

−1 λ− 3

)∣∣∣∣∣ = λ2 − 6λ + 8 (2.3)

Die Eigenwerte sind nun die Nullstellen des charakteristischen Polynoms

λ1 = 2 und λ2 = 4.

Generell gilt: Aus einer n × n-Matrix kann ein charakteristisches Polynom n. Grades

abgeleitet werden, welches dann genau n Nullstellen (→ Eigenwerte der Matrix) besitzt.

Für n ≥ 3 werden fortgeschrittenere Lösungsmethoden benötigt, da für die Berechnung

der Nullstellen in diesen Fällen kein triviales Verfahren mehr existiert.

2.2. Weitere Mathematische Grundlagen

In diesem Abschnitt sollen einige mathematische Operationen aus dem Bereich der li-

nearen Algebra vorgestellt werden, die von elementarer Bedeutung für die Durchführung

einer Eigenwertzerlegung sind. Ein Großteil der im Rahmen dieser Diplomarbeit geleiste-

ten Forschungs- und Entwicklungsarbeit befasst sich mit Anwendungen und Modifikatio-

nen/Erweiterungen dieser Operationen.

2.2.1. Ähnlichkeit und Ähnlichkeits-Transformationen

In der linearen Algebra gelten zwei quadratische Matrizen A und B als ähnlich [Gut03],

wenn gilt

B = Q−1 ·A ·Q und A = Q ·B ·Q−1. (2.4)
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2.2. Weitere Mathematische Grundlagen

Für den Sonderfall, dass die Transformationsmatrix Q orthogonal (→ Q−1 = QT für

Q ∈ R) bzw. unitär (→ Q−1 = QH für Q ∈ C) ist, kann das Ähnlichkeitsverhältnis auch

beschrieben werden als

B = QT ·A ·Q und A = Q ·B ·QT für Q ∈ R (2.5a)

bzw.

B = QH ·A ·Q und A = Q ·B ·QH für Q ∈ C. (2.5b)

Die zugrunde liegende mathematische Operation B = Q−1 ·A ·Q wird als Ähnlichkeits-

Transformation bezeichnet, da die Matrix A in die ähnliche Matrix B überführt wird.

Beispiel: A = ( 1 2
2 1 ) und B = ( 1 4

1 1 ) sind ähnlich, da B = Q−1 · A · Q für

Q = ( 1 0
0 2 ).

Bei allen ähnlichen Matrizen stimmen die folgenden Eigenschaften überein:

➟ charakteristisches Polynom

➟ Determinante

➟ Spur

➟ Eigenwerte

Anhand der folgenden kurzen Überlegung kann nachvollzogen werden, warum durch eine

Ähnlichkeits-Transformation nur die Eigenvektoren, nicht aber die Eigenwerte einer Matrix

beeinflusst werden:

Für sämtliche Eigenwerte λ1 . . . λn einer diagonalisierbaren Matrix A und die entspre-

chenden Eigenvektoren x1 . . .xn gilt die allgemeine Eigenwertgleichung (siehe Gleichung

2.1)

A · x = λ · x.

Der Eigenvektor x kann auch dargestellt werden als ein beliebiger transformierter Vektor

y, sodass gilt

x = Q · y −→ y = Q−1 · x

mit

Q ⇒ Transformationsmatrix (invertierbar).

Bei einer Ersetzung von x auf der linken Seite der Gleichung entsteht der Ausdruck

A ·Q · y = λ · x.
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2.2. Weitere Mathematische Grundlagen

Werden nun beide Seiten der Gleichung von links mit der invertierten Transformationsma-

trix Q−1 multipliziert, fällt auf, dass die linke Seite jetzt eine Ähnlichkeits-Transformation

von A enthält:

Q−1 ·A ·Q
︸ ︷︷ ︸
Ähnl.-Transf.

· y = Q−1 · λ · x

= λ ·Q−1 · x

Da Q−1 · x = y, wird die Gleichung am Ende zu

Q−1 ·A ·Q · y = λ · y.

Die ähnliche Matrix Q−1 AQ besitzt also mit λ den gleichen Eigenwert wie A, aber einen

neuen dazugehörigen Eigenvektor y 6= x. Diese Aussage gilt für alle Eigenwerte λ1 . . . λn

von A bzw. von Q−1 AQ.

2.2.2. Die Householder-Transformation

In einigen Anwendungsbereichen der linearen Algebra können Situationen auftreten, in

denen ein Vektor an einem zweiten gespiegelt werden soll. Gegeben sind also zwei n-

dimensionale Vektoren x und v, wobei v die Achse darstellt, an der x gespiegelt werden

soll. Gesucht wird nun eine Transformationsmatrix, die – multipliziert mit x – das Spie-

gelbild von x bzgl. der Achse v ergibt. Die Matrix, die diese Bedingung erfüllt, wird als

Householder-Matrix von v oder kurz Hv bezeichnet.

In diesem Kapitel soll dargestellt werden, wie eine Householder-Matrix berechnet wird,

welche Details bei der Berechnung zu beachten sind und was genau die Anwendung der

Householder-Transformation auf den ursprünglichen Vektor x bewirkt.

Berechnung der einfachen Orthogonal-Projektion

Um das Verständnis der Householder-Transformation zu erleichtern, wird in diesem Ab-

schnitt kurz erläutert, wie zunächst einmal die einfache Orthogonal-Projektion eines Vek-

tors x auf einen Vektor v ermittelt werden kann. Als konkretes Beispiel diene hierfür der

2-dimensionale Vektor x = ( 2
3 ), der rechtwinklig auf den Vektor v = ( 5

2 ) projeziert werden

soll.

Die Transformationsmatrix Pv, die diese Projektion realisiert, wird durch den Ausdruck

Pv =
v vH

vH v
(2.6)

beschrieben [Moo00].
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2.2. Weitere Mathematische Grundlagen

Die eigentliche Projektion wird jetzt einfach durch Multiplikation von Pv mit x berech-

net.

Abbildung 2.4.: Orthogonal-Projektionen eines Vektors

Für die konkreten Beispielmatrizen bedeutet dies

Pv =
v vH

vH v
=

( 5
2 ) ( 5 2 )

( 5 2 ) ( 5
2 )

=
( 25 10

10 4 )

29
=

(
0.86 0.34

0.34 0.14

)
(2.7)

Pv x =

(
0.86 0.34

0.34 0.14

) (
2

3

)
=

(
2.76

1.10

)
. (2.8)

Ist Pv erst einmal bestimmt, dann ist es ohne großen Aufwand möglich, auch die Projek-

tionsmatrix für die Senkrechte v⊥ zu ermitteln. Hierzu ist lediglich die Differenz aus der

entsprechenden Identität (→ Einheitsmatrix) des R
n und Pv zu bilden:

P⊥
v = I−Pv (2.9)

Übertragen auf das Beispiel ist also

P⊥
v =

(
1 0

0 1

)
−
(

0.86 0.34

0.34 0.14

)
=

(
0.14 −0.34

−0.34 0.86

)

und damit

P⊥
v x =

(
0.14 −0.34

−0.34 0.86

) (
2

3

)
=

(
−0.76

1.90

)
.

Die Householder-Transformation

Die Berechnung der Householder-Matrix Hv für die Reflexion von x an P⊥
v x und somit an

v⊥ geschieht nun analog zur Bestimmung der Projektionsmatrix P⊥
v aus dem vorherigen

Kapitel.
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Abbildung 2.5.: Allgemeine Householder-Transformationen

Wie in Abbildung 2.5 deutlich zu erkennen ist, gilt

x = P⊥
v x + Pv x (2.10)

und

Hv x = P⊥
v x−Pv x. (2.11)

Die Householder-Matrix kann folglich auch dargestellt werden als

Hv = P⊥
v −Pv. (2.12)

Unter Berücksichtigung von Formel 2.9 ist leicht einzusehen, dass

Hv = I− 2 ·Pv = I− 2 · v vH

vH v
. (2.13)

Es wird also nun das Doppelte der Projektionsmatrix von der Identität subtrahiert.

Die eigentliche Spiegelung von x an v ist jetzt

−Hv x = (2 ·Pv − I)x. (2.14)
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2.2. Weitere Mathematische Grundlagen

Praktische Anwendung der Householder-Transformation

Mit Hilfe einer Householder-Transformation ist es möglich, einen Vektor im n-dimensiona-

len Raum an einem anderen zu spiegeln, was vor allem bei geometrischen Anwendungen

(Vektorgrafik, CAD-Software) von großem Nutzen ist. Das Verfahren kann aber auch ver-

wendet werden, um im Rahmen einer Matrixfaktorisierung gezielt einzelne Zeilen und/

oder Spalten einer Matrix auf Null zu setzen, ohne dabei die Gesamtenergie und damit

auch die Eigenwerte der Matrix zu verändern.

Durch geschickte Wahl der Spiegelachse v kann ein beliebiger Vektor x so rotiert werden,

dass alle Elemente bis auf eines (für gewöhnlich das erste) zu Null werden. Die Gesamt-

energie eines Vektor wird also in einer Komponente konzentriert, sodass sich der Vektor

an eine Achse des n-dimensionalen Koordinatensystems anlehnt.

Im Gegensatz zur Orthogonal-Projektion aus dem vorherigen Abschnitt bleibt dabei die

gesamte Energie des ursprünglichen Vektors erhalten.

Mathematisch ausgedrückt bedeutet dies

x =





x1

x2

...

xn




−→





α

0
...

0




= Hv x ‖Hv x‖ = ‖x‖, da α = ±‖x‖.

Soll nun erreicht werden, dass x exakt auf eine Achse des Koordinatensystems rotiert

wird, so muss der Vektor v exakt die Richtung der Winkelhalbierenden zwischen x und

der Koordinatenachse besitzen.

2.2.3. Die Givens-Rotation

Die Givens-Rotation ist eine Matrixoperation, die – wie auch die bereits vorgestellte

Householder-Transformation – dazu genutzt werden kann, Vektoren bzw. Spalten einer

Matrix im Raum zu rotieren. Der Unterschied besteht darin, dass die Givens-Rotation

auf den R
2 begrenzt ist, während Householder-Transformationen auf beliebig große n-

dimensionale Vektoren angewendet werden können.

Um die Givens-Rotation zu verstehen, ist es zunächst einmal von Vorteil, das Prinzip der

allgemeinen Rotation von Vektoren in der Ebene zu kennen. Soll ein Punkt P ( x
z ) um

einen Winkel ϕ um den Koordinatenursprung rotiert werden, muss zunächst einmal die

Rotationsmatrix Gϕ bestimmt werden.
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2.2. Weitere Mathematische Grundlagen

Abbildung 2.6.: Allgemeine Rotation von Punkten auf dem Umfang des Einheitskreises

Wie in der Abbildung 2.6 zu erkennen ist, wird der Punkt ( 1
0 ) durch die Rotation zu

( cos ϕ
− sin ϕ

)
und ( 0

1 ) wird rotiert nach
(

sin ϕ
cos ϕ

)
. Daraus lässt sich eine allgemeine Formel zur

Berechnung von Gϕ ableiten [Moo00]:

Gϕ =

(
cos ϕ sin ϕ

− sin ϕ cos ϕ

)
(2.15)

Ähnlich wie die Householder-Transformation kann auch dieses Verfahren genutzt werden,

um gezielt einzelne Elemente eines Vektors / einer Matrix auf den Wert Null zu setzen.

Abbildung 2.7.: Givens-Rotation eines Vektors des R
2
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

Householder (Rn) Givens (R2)

H ·





x1

x2

x3
...

xn




→





α
0
0
...
0




G ·

(
x
z

)
→
(

α
0

)

Tabelle 2.1.: Gegenüberstellung von Householder-Transformation und Givens-Rotation

Um von zwei Komponenten x und z eines Vektors a die z-Komponente auf Null zu setzen,

muss die Rotationsmatrix Gϕ für den Winkel zwischen a und der x-Achse berechnet

werden. Dieser Winkel ist

ϕ(x, z) = arctan
z

x
. (2.16)

Das folgende Beispiel zeigt eine Givens-Rotation mit konkreten Werten:

x = 2, z = 3 −→ ϕ(x, z) = 56.31◦ −→ Gϕ =

(
0.5547 0.8321

−0.8321 0.5547

)
.

2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und

Floating-Point

Sowohl Fließkomma- als auch Festkomma-Zahlen werden als simple binäre Zahlenfolgen

mit festgelegter Wortlänge im Speicher eines Rechners abgelegt. Der große Unterschied be-

steht in der Art und Weise, wie die binären Worte vom Rechner bzw. von der verwendeten

Software interpretiert werden.

2.3.1. Floating-Point

Für Floating-Point-Zahlen (= Fließkomma-Zahlen) gibt es zwei standardisierte Darstel-

lungsformen, die in der IEEE-Norm 754 definiert sind; eine single-precision- (32 Bit) und

eine double-precision- (64 Bit) Variante. Der Aufbau beider Varianten ist grundsätzlich

gleich. Jede Zahl (in binärer Form) besteht aus 3 Bereichen: Vorzeichen, Charakteristik

und Mantisse.

Das Vorzeichen benötigt nur ein Bit, da nur zwei Zustände (
’
plus’ und

’
minus’) codiert

werden müssen. Im IEEE 754-Format werden per Definition
’
plus’ durch Null und

’
minus’

durch Eins repräsentiert.
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

Die Charakteristik legt fest, mit welcher Zweierpotenz die in der Mantisse abgelegte Zahl

multipliziert werden muss, um den gewünschten Betrag zu erhalten. Um auch negative

Exponenten codieren zu können, besitzt die Charakteristik einen Grundwert (Bias), der

stets zum Exponenten addiert werden muss (Charakteristik = Exponent + Bias).

Format Bias

32 Bit 27 − 1 = 127
64 Bit 210 − 1 = 1023

Tabelle 2.2.: IEEE 754: Bias-Werte

Bei einer Charakteristik mit n Bits wird der Bereich der möglichen Exponenten damit von

[0; 2n − 1] auf [−2n−1 + 1; 2n−1] verschoben.

Die Mantisse enthält schließlich – wie bereits erwähnt – den eigentlichen Zahlenwert.

Abbildung 2.8.: IEEE754-Zahlenformate

Je größer die Anzahl der Charakteristik-Bits, desto größer ist der verfügbare Dynamik-

bereich.

Je größer die Anzahl der Mantissen-Bits, desto größer ist die erreichbare Darstellungs-

genauigkeit.

Die Umrechnung in das IEEE754-Format (single precision) soll einmal anhand der Zahl

183.4375 demonstriert werden:

1. Umwandlung der dezimalen in eine binäre Zahl

183.4375 =̂ 10110111.0111bin
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

2. Verschiebung des Kommas, sodass 1bin ≤ Zahl ≤ 10bin (→ Normalisierung)

10110111.0111bin = 1. 01101110111
︸ ︷︷ ︸

Mantisse

bin · 27

3. Auffüllen der Mantisse mit Nullen auf 23Bits

01101110111 −→ 01101110111 000000000000

4. Berechnung der Charakteristik

7 + 127 = 134 =̂ 10000110bin

5. Zusammenfügen von Exponent (→ 0, da positiver Wert), Charakteristik und Man-

tisse zum Endergebnis

0 10000110 01101110111000000000000

Die Handhabung von Fließkomma-Zahlen ist sehr komfortabel, da eine dynamische An-

passung zweier unterschiedlich großer Zahlen aneinander durch Veränderung der Charak-

teristik (→ verschieben der Komma-Position) sehr leicht zu realisieren ist.

An dem folgenden Beispiel soll gezeigt werden, wie eine Berechnung mit zwei sehr unter-

schiedlich großen Operanden prinzipiell funktioniert.

Es soll die Addition der beiden Zahlen 1243 und 0.4453125 durchgeführt werden.

1243 =̂ 1.0011011011bin · 210

0.4453125 =̂ 1.11001bin · 2−2 = 0.00000000000111001bin · 210

Nach einer Verschiebung der kleineren Zahl in den Bereich der größeren kann die Operation

ausgeführt werden:

1.00110110110000000bin · 210

+ 0.00000000000111001bin · 210

= 1.00110110110111001bin · 210 =̂ 1243.4453125

Hierbei wird deutlich, dass immer eine gegenseitige Abhängigkeit von Wertedynamik und

-genauigkeit besteht. Bei einem Exponenten von 210 ist der kleinste darstellbare Wert

im 32 Bit-Format beispielsweise 2(10−23) = 2−13 = 0, 0001220703125 (siehe hierzu auch

Kapitel 5.1.1).
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

Der große und oft entscheidende Nachteil der Floating-Point-Arithmetik besteht darin,

dass die für die Umsetzung benötigte Hardware-Plattform sehr leistungsfähig sein muss,

was wiederum bedeutet, dass die Hardware zwangsläufig relativ groß und auch teuer aus-

fallen wird.

2.3.2. Fixed-Point

Fixed-Point-Werte werden vom Rechner intern wie Integer-Zahlen behandelt. Es gibt kei-

ne Möglichkeit, zusätzliche Informationen wie Skalierung oder Vorzeichen direkt in der

binären Zeichenkette zu speichern. Diese Informationen müssen extern, in der interpre-

tierenden Anwendung festgelegt werden. Um eine Fixed-Point-Zahl eindeutig festzulegen,

sind drei Informationen notwendig:

➟ Ist ein Vorzeichen vorhanden? (signed oder unsigned)

➟ Gesamtwortlänge des binären Wortes im Speicher

➟ Position des Kommas (binary point) bzw. Anzahl der binären Nachkommastellen

So ist z.B. ein 16 Bit umfassendes Speicherwort mit Vorzeichen und ohne Nachkommastel-

len mit einem
’
signed integer’ gleichzusetzen, während das gleiche Wort ohne Vorzeichen

einen
’
unsigned integer’ repräsentiert.

Im Allgemeinen werden Fixed-Point-Datentypen mit Vorzeichen in der 2-Komplement-

Darstellung codiert. Ist das höchstwertige Bit (MSB) hierbei eine Null, wird der Rest der

Zahl wie gewohnt interpretiert:

0101bin =̂ 1 · 22 + 0 · 21 + 1 · 20 = 4 + 1 = 5

Ist das MSB jedoch eine Eins, so wird sein Wert im 2-Komplement negativ zum übrigen

Zahlenwert addiert:

1101bin =̂ (−1) · 23 + 1 · 22 + 0 · 21 + 1 · 20 = −8 + 4 + 1 = −3

Um eine Zahl (z.B. 3 = 0011bin) zu negieren, sind die folgenden Schritte notwendig:

1. Bits invertieren: 0011bin → 1100bin

2. den Wert
’
1’ addieren: 1100bin → 1101bin

Die Konvertierung einer negativen Zahl ins Positive geschieht auf gleiche Weise:

1. Bits invertieren: 1101bin → 0010bin

2. den Wert
’
1’ addieren: 0010bin → 0011bin
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

Wichtige Regeln für Fixed-Point-Arithmetik

Sollen zwei Fixed-Point-Zahlen

a (wordlength = 32, fractionlength = 20) und

b (wordlength = 16, fractionlength = 8)

addiert werden, so muss eine der beiden Zahlen vor der Addition erst in das Format der an-

deren Zahl konvertiert werden. Im Gegensatz zur Floating-Point-Arithmetik ist hier nicht

festgelegt, welche der beiden Zahlen konvertiert wird. Diese Entscheidung ist vollständig

dem Programmierer überlassen, der die Fixed-Point-Anwendung entwirft. Er hat zu jedem

Zeitpunkt die Kontrolle darüber, welche Zahlenformate für welche Operation verwendet

werden sollen. Gleichzeitig hat er jedoch auch stets die Verantwortung, darauf zu achten,

dass keine Over-/Underflows (siehe Kapitel 5.1.1) bei den Berechnungen auftreten.

Im oben genannten Fall wäre es offensichtlich besser, b in das Format von a umzuwandeln,

da im anderen Fall beträchtliche Informationsverluste auftreten können.

Falls es die Anwendung erfordert, dass immer maximale Genauigkeit garantiert wird, sind

einige einfache Regeln zu beachten:

1. Bei einer Addition von a (32,20) und b (16,8) muss das Ergebnis mindestens das

Format (33,20) = (max(wordlength) + 1,max(fractionlength)) haben.

2. Für die Subtraktion gilt das gleiche wie für die Addition.

3. Das Ergebnis einer Multiplikation von a (32,20) und b (16,8) hat minimal das Format

(48,28) = (wordlength(a) + wordlength(b), frac.length(a) + frac.length(b)).

Beim Design einer Fixed-Point-Anwendung ist es nur in den wenigsten Fällen praktikabel,

mit voller Genauigkeit zu rechnen, da bereits nach wenigen aufeinanderfolgenden arithme-

tischen Operationen sehr große Wortlängen auftreten. Das große Problem besteht darin,

dass jeder Schritt die Wortlänge vergrößert. Also liegt es wieder in der Verantwortung

des Entwicklers, den Algorithmus zu analysieren und festzustellen, bei welchen Berech-

nungsschritten es problemlos möglich ist, Wortlängen manuell zu begrenzen oder sogar zu

reduzieren.

2.3.3. Eine Gegenüberstellung der beiden Darstellungsformen

Im Gegensatz zur IEEE-754-Norm kann jede Fixed-Point-Zahl sehr unterschiedlich gedeu-

tet werden. So ist der Wert der Bitfolge

1100 0001 1101 1100 1000 0000 0000 0000
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

im IEEE-Format eindeutig definiert:

1 1000001 110111001000000000000000

= −1, 861328125 · 22

= −7, 4453125

Zum Vergleich dazu an dieser Stelle einige verschiedenen Fixed-Point-Interpretationen der

gleichen binären Zahl:

a) unsigned, 32 Bit Wortlänge, 32 Bit Fraction-Anteil

.11000001110111001000000000000000

= 0.75727081298828125

b) signed, 32 Bit Wortlänge, 0 Bit Fraction-Anteil

1 1000001110111001000000000000000.

= −2147483648 + 1104969728

= −1042513920

c) signed, 32 Bit Wortlänge, 16 Bit Fraction-Anteil

1 100000111011100.1000000000000000

= −32768 + 16860, 5

= −15907, 5

Der Hauptnachteil von Fixed-Point gegenüber Floating-Point besteht im Nichtvorhanden-

sein einer Charakteristik / eines Exponenten. Dadurch ist der abzubildende Wertebereich

sehr viel enger als bei Floating-Point, und im Vorfeld einer jeden Ablaufentwicklung muss

ein geeigneter Kompromiss zwischen hoher Genauigkeit und großem Dynamikspektrum

gewählt werden.

In Beispiel a) ist die maximal mit 32 Bit mögliche Genauigkeit (Schrittweite 2−32 gegeben,

dafür können jedoch nur Werte 0 ≤ x < 1 dargestellt werden.

Beispiel b) zeigt den anderen Extremfall: Der Wertebereich liegt hier bei −231 ≤ x < 231.

Nachkommastellen sind allerdings nicht vorhanden, sodass die Berechnung auf Integer-

Genauigkeit begrenzt ist.

Beispiel c) ist schließlich eine Zwischenlösung. Der darstellbare Bereich liegt bei −215 ≤
x < 215. Die minimale Schrittweite beträgt 2−16.
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2.3. Zahlenformate: Unterschiede zwischen Fixed-Point und Floating-Point

Die wichtigsten Vor- und Nachteile von Fixed-Point- und Floating-Point-Formaten sind

noch einmal in der folgenden Tabelle zusammengefasst:

Floating Point Fixed Point

+ hohe Präzision der Berechnun-
gen

+ großer Dynamikbereich (→
Charakteristik)

+ kurze Entwicklungszeit, da-
durch niedrige Entwicklungs-
kosten

− schlechtere Performance als
Fixed-Point (mittlerweile auf-
grund der hohen erreichba-
ren Taktfrequenzen zu ver-
nachlässigen)

− hohe Fertigungskosten für
Hardware

+ gute Performance
+ niedrige Fertigungskosten für

Hardware
− schlechte Präzision (bei gerin-

gen Wortlängen)
− enger Dynamikbereich
− lange Entwicklungszeit → ho-

he Entwicklungskosten

Tabelle 2.3.: Gegenüberstellung Floating Point ↔ Fixed Point
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3. Ablauf der Eigenwertzerlegung

Um die Eigenwertzerlegung einer Matrix zu berechnen, existieren mehrere verschiedene

Ansätze, wie z.B. die Jacobi-Methode, die Inverse-Power-Methode oder die Tridiagona-

lisierung mit anschließender QR-Faktorisierung. Diese Arbeit befasst sich ausschließlich

mit der zuletzt genannten Methode, da sie den optimalen Kompromiß aus numerischer

Stabilität und Rechengeschwindigkeit (siehe hierzu Kapitel 5) darstellt [Moo00].

In diesem Kapitel wird gezeigt, welche Operationen für die Eigenwertzerlegung einer voll

besetzten symmetrischen Matrix benötigt werden und in welcher Reihenfolge diese durch-

zuführen sind.

Abbildung 3.1.: Der Ablauf der Eigenwertzerlegung – Kurzübersicht

Wie in Abbildung 3.1 deutlich zu erkennen ist, kann die Eigenwertzerlegung in zwei große

funktionale Blöcke aufgeteilt werden: Tridiagonalisierung und QR-Faktorisierung.

Zu diesen beiden Blöcken folgt nun jeweils ein Abschnitt, in dem die Funktionsweise der

Operationen erläutert wird:

➟ Zuerst wird dabei in beiden Fällen eine Verbindung zur mathematischen Theorie aus

dem Grundlagenkapitel (Kapitel 2.2) hergestellt. Hier soll geklärt werden, wie ein-

zelne elementare Transformationen (Householder, Givens) genutzt werden können,

um die Struktur einer Matrix in gewünschter Weise zu wandeln.

➟ Im Anschluss wird dann jeweils eine praktische Anwendung der beschriebenen Trans-

formationen anhand einer konkreten Beispielmatrix gezeigt. Um die gesamte Se-

quenz einmal vollständig nachzuvollziehen, wird an dieser Stelle sukzessiv die kom-

plette Eigenwertzerlegung der reell-symmetrischen 4× 4-Matrix

A =





10 9 8 7

9 6 5 4

8 5 3 2

7 4 2 1





berechnet.
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Vor jedem durchgeführten Schritt wird darauf hingewiesen, welcher Ausschnitt der

Matrix die folgende Operation beeinflusst bzw. von der folgenden Operation beein-

flusst wird.

Zu diesem Zweck werden abstrakte Matrizen verwendet, die nach dem folgenden

Schema aufgebaut sind: (
× 0

0 +

)

mit

0 ⇒ Element mit dem Wert Null

× ⇒ Element mit einem Wert ungleich Null

0 ⇒ Element, das im letzten durchgeführten Schritt

auf den Wert Null gesetzt wurde

+ ⇒ Element, das vor der letzten Operation den Wert

Null hatte, im letzten Schritt aber auf einen

Wert ungleich Null gesetzt wurde.

Die Elemente der Matrix, die für die entsprechende Operation von Bedeutung sind,

werden jeweils eingerahmt.

Außerdem werden alle wichtigen Zwischenergebnisse wie z.B. Householder-Vektoren

und –Matrizen oder Givens-Matrizen explizit angegeben, um das grundlegende Ver-

ständnis der durchgeführten Transformationen zu erleichtern.

Bei sämtlichen Faktorisierungsschritten ist darauf zu achten, dass alle Operationen als

Ähnlichkeits-Transformationen nach dem Prinzip Q−1 ·T ·Q anzusetzen sind (siehe Ka-

pitel 2.2.1).

Nur so kann garantiert werden, dass das charakteristische Polynom der Matrix nicht

verändert wird, sodass folglich auch die Determinante, die Spur und die Eigenwerte der

Matrix erhalten bleiben. Nach der ersten Multiplikation Q−1 ·T = T̃ stimmen diese Ei-

genschaften von T und T̃ nicht mehr überein. Erst die zweite Multiplikation T̃ ·Q = T2

stellt den ursprünglichen Zustand wieder her.

Die komplette Eigenwertzerlegung kann als eine einzige Verkettung von Ähnlichkeits-

Transformationen dargestellt werden:

Gn
−1 . . .G1

−1

︸ ︷︷ ︸
QR

·Hm
−1 . . .H1

−1 ·A ·H1 . . .Hm
︸ ︷︷ ︸

Tridiagonalisierung

·G1 . . .Gn
︸ ︷︷ ︸

QR
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3.1. Die Tridiagonalisierung einer symmetrischen Matrix

mit

H1 . . .Hm ⇒ Householder-Transformationen

G1 . . .Gn ⇒ Givens-Rotationen.

3.1. Die Tridiagonalisierung einer symmetrischen Matrix

3.1.1. Theoretischer Hintergrund

Durch die Tridiagonalisierung soll der Schritt von der voll besetzten Matrix zur tridiago-

nalisierten Matrix vollzogen werden:





× × × ×
× × × ×
× × × ×
× × × ×




−→





× × 0 0

× × × 0

0 × × ×
0 0 × ×




.

In Kapitel 2.2.2 wurde bereits beschrieben, wie mit Hilfe einer Householder-Transforma-

tion die gesamte Energie eines Vektors in einer einzigen Komponente des Vektors vereint

werden kann.

Da nun eine Matrix als Ansammlung von Spalten- bzw. Zeilenvektoren verstanden wer-

den kann, ist es möglich, durch Householder-Transformationen gezielt bestimmte Teile von

Spalten/Zeilen einer Matrix auf den Wert Null zu setzen.

Wäre es möglich, eine Matrix durch Householder-Transformationen direkt zu diagonali-

sieren, dann gäbe es keine bessere denkbare Lösung, um die Eigenwerte einer Matrix zu

bestimmen, da Householder-Transformationen sehr effizient arbeiten (→ es können meh-

rere Elemente gleichzeitig auf Null gesetzt werden) und zusätzlich eine gute numerische

Stabilität besitzen (→ kein iteratives Verfahren, deshalb vorhersehbarer Rechenaufwand).

Leider kann jedoch gezeigt werden, dass dies nicht möglich ist.

Gegeben sei nun einmal die Matrix





× × . . . ×
x1 × . . . ×
...

...
. . .

...

xn × . . . ×




,

deren erste Spalte durch eine Householder-Transformation modifiziert werden soll.
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3.1. Die Tridiagonalisierung einer symmetrischen Matrix

Der entsprechende Bereich wird zunächst einmal in einen Vektor x geschrieben, für den

jetzt die Transformation berechnet wird




x1



x =
...

xn

←−





× × . . . ×
x1 × . . . ×
...

...
. . .

...

xn × . . . ×




.

Zu diesem Zweck muss eine Spiegelachse v gefunden werden, die den Winkel zwischen

x und der Koordinatenachse exakt halbiert. Diese Winkelhalbierende kann bestimmt

werden, indem die Summe aus x und dem Vektor ‖x‖ ·e1 gebildet wird [Moo00], wobei e1

ein normierter Vektor ist, der in positiver Richtung auf der Koordinatenachse liegt (siehe

Abbildung 3.2):

e1 =





1

0
...

0





‖x‖ · e1 hat entsprechend die gleiche Norm wie x, läuft aber parallel zur Koordinatenach-

se.

Der Householder-Vektor

v = x + ‖x‖ · e1

halbiert exakt den Winkel zwischen x und e1 und ist deshalb für die Householder-Trans-

formation geeignet.

Abbildung 3.2.: Abbildung eines n-dimensionalen Vektors auf einen 1-dimensionalen Vek-
tor mittels Householder-Transformation

Geometrisch betrachtet bilden x und ‖x‖ · e1 die Seiten einer Raute im n-dimensionalen

Raum; v ist eine Diagonale dieser Raute (siehe Abbildung 3.2).

52



3.1. Die Tridiagonalisierung einer symmetrischen Matrix

Wie zu erkennen ist, existieren für jeden Vektor x zwei mögliche Winkelhalbierende

v = x + ‖x‖ · e1 und

v⊥ = x− ‖x‖ · e1

und somit auch zwei Möglichkeiten, die Householder-Transformation anzusetzen. Gesetzt

den Fall dass unendliche Rechengenauigkeit zur Verfügung steht, liefern auch beide Fälle

gleichermaßen korrekte Ergebnisse. Da dieser Fall in der Praxis aber nie gegeben ist, ist

es sinnvoll, immer die Variante

v = x + sign(x(1)) · ‖x‖ · e1 (3.1)

zu wählen [Moo00].

Liegt x bereits vor der Transformation sehr dicht an der Koordinaten-Achse (x ≈ n · e1 ;

z.B. x = ( 10
1 )), hat der Vektor x − sign(x(1)) · ‖x‖ · e1 eine sehr geringe Norm, was zu

einem erheblichen relativen Fehler des Faktors 1
vT ·v bei der Berechnung von Hv führen

kann. Für den Fall v = x+ sign(x(1)) · ‖x‖ ·e1 ist dagegen sichergestellt, dass ‖v‖ > ‖x‖.
Übertragen auf die geometrische Darstellung ist das Vorzeichen so zu wählen, dass v die

lange Diagonale der entstehenden Raute bildet.

Ist der Vektor v erst einmal bestimmt, dann kann entsprechend Kapitel 2.2.2 die Househol-

der-Transformation berechnet werden, die danach als Matrixmultiplikation auf die Matrix

bzw. auf deren einzelne Spalten/Zeilen angewendet wird.

Wie dieser Vorgang im Einzelnen funktioniert, wird detailliert im folgenden Abschnitt

dargestellt.

3.1.2. Beispiel mit konkreten Zahlen

Zunächst einmal wird der Bereich x1 der ersten Spalte von A extrahiert, der durch die

erste Householder-Transformation auf die Koordinatenachse e1 rotiert werden soll:

T0 = A =





10 9 8 7

9 6 5 4

8 5 3 2

7 4 2 1









× × × ×
× × × ×
× × × ×
× × × ×
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3.1. Die Tridiagonalisierung einer symmetrischen Matrix

Daraus folgt

x1 =




9

8

7



 .

Durch Addition/Subtraktion der euklidischen Norm von x1 zum/vom ersten Element des

Vektors (v1(1) ← v1(1) + sign(v1(1)) · ‖v1‖) ergibt sich die Winkelhalbierende zwischen

x1 und e1 und somit der erste Householder-Vektor:

v1 =




22.93

8.00

7.00





Dieser wird nun entsprechend Formel 2.13 in die dazugehörige Householder-Matrix Hv
[1]

umgerechnet:

Hv
[1] =




−0.65 −0.57 −0.50

−0.57 0.80 −0.18

−0.50 −0.18 0.85





Die Householder-Matrix wird dann mit dem negativen Vorzeichen des Vektorelementes

v1(1) multipliziert und anschließend rechts unten in die Einheitsmatrix des R
4 eingefügt,

sodass

H1 =





1.00 0 0 0

0 0.65 0.57 0.50

0 0.57 −0.80 0.18

0 0.50 0.18 −0.85




.

Die Transformation ist nun komplett berechnet und kann auf T0 angewendet werden.

Dabei müssen selbstverständlich die Regeln der Ähnlichkeits-Transformation eingehalten

werden. Aus diesem Grund wird nacheinander zunächst das Produkt T̃1 = H1 ·T0

T̃1 =





10.00 9.00 8.00 7.00

13.93 8.76 5.96 4.24

0 0.15 0.82 0.87

0 0.51 1.35 1.51









× × × ×
× × × ×
0 × × ×
0 × × ×





und danach das Produkt T1 = T̃1 ·H1
T gebildet.

T1 =





10.00 13.93 0 0

13.93 11.21 1.01 1.86

0 1.02 −0.42 −0.52

0 1.86 −0.52 −0.79









× × 0 0

× × × ×
0 × × ×
0 × × ×
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3.1. Die Tridiagonalisierung einer symmetrischen Matrix

Hier ist deutlich zu erkennen, dass mit Hilfe der gleichen Transformationsmatrix durch

Links- und Rechts-Multiplikation sowohl Elemente der ersten Spalte als auch der ersten

Zeile von T0 auf den Wert Null gesetzt werden konnten. Dieses äußerst vorteilhafte Ver-

halten ist alleine auf die Symmetrie der Matrix zurückzuführen.

Bei asymmetrischen Matrizen können nur entweder Spalten oder Zeilen einer Matrix

durch Householder-Transformationen zu Null werden.

Der zweite Householder-Schritt wird nun auf die gerade erzeugte Matrix T1 angewendet.

Die Vorgehensweise ist identisch mit dem ersten Schritt, allerdings sollen jetzt Elemente

der zweiten Zeile und der zweiten Spalte zu Null werden

T1 =





10.00 13.93 0 0

13.93 11.21 1.01 1.86

0 1.02 −0.42 −0.52

0 1.86 −0.52 −0.79









× × 0 0

× × × ×
0 × × ×
0 × × ×




.

Aus dem neuen Vektor

x2 =

(
1.01

1.86

)

entsteht der Householder-Vektor

v2 =

(
3.13

1.86

)
,

der im zweiten Durchlauf nur noch zwei Elemente enthält. Da die Dimension von vk in

jedem Householder-Schritt um ein Element geringer wird (n−1, n−2, . . ., 3, 2, 1), enthält

folglich auch Hv
[k] immer weniger Elemente:

Hv
[2] =

(
−0.48 −0.88

−0.88 0.48

)

und damit

H2 =





1.00 0 0 0

0 1.00 0 0

0 0 0.48 0.88

0 0 0.88 −0.48




.
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3.1. Die Tridiagonalisierung einer symmetrischen Matrix

Nach den beiden Multiplikationen T̃2 = H2 ·T1 und T2 = T̃2 ·H2
T

T̃2 =





10.00 13.93 0 0

13.93 11.21 1.01 1.86

0 2.12 −0.66 −0.94

0 0 −0.12 −0.08









× × 0 0

× × × ×
0 × × ×
0 0 × ×





Ttridiag = T2 =





10.00 13.93 0 0

13.93 11.21 2.12 0

0 2.12 −1.14 −0.13

0 0 −0.13 −0.07









× × 0 0

× × × 0

0 × × ×
0 0 × ×





ist die Tridiagonalisierung von A abgeschlossen.

Der zweite Berechnungsschritt hat die Matrix bereits auf Tridiagonalstruktur gebracht.

Das bedeutet, dass ausschließlich die Hauptdiagonale und die beiden Nebendiagonalen

mit Werten besetzt sind, während alle übrigen Elemente gleich Null sind.

Allgemein sind für die Tridiagonalisierung einer symmetrischen/hermiteschen n×n-Matrix

in jedem Fall n− 2 Householder-Durchläufe nötig.

Die gesamte Tridiagonalisierung und somit das Produkt sämtlicher durchgeführter House-

holder-Transformationen wird in der Matrix

Qtridiag = H1 . . .Hn−2 = H1 ·H2 =





1.0000 0 0 0

0 0.6462 0.7156 −0.2654

0 0.5744 −0.2269 0.7865

0 0.5026 −0.6607 −0.5576





zusammengefasst.

Anmerkung: Asymmetrische Matrizen sind nicht in eine Tridiagonalstruktur überführ-

bar. Hier kann durch Householder-Transformationen lediglich eine sog.
”
Hessenberg-

Form“ erreicht werden:





× × × ×
× × × ×
0 × × ×
0 0 × ×



 bzw.





× × 0 0
× × × 0
× × × ×
× × × ×



 .

obere Hessenberg-Matrix untere Hessenberg-Matrix
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

3.2. Die QR-Faktorisierung einer symmetrischen

Tridiagonalmatrix

3.2.1. Theoretischer Hintergrund

Das Ziel dieses Iterationsverfahrens besteht darin, die tridiagonalisierte Matrix T, die als

Ergebnis aus den Householder-Transformationen hervorgegangen ist, weiter zu reduzieren,

bis sie eine Diagonalstruktur hat und die Eigenwerte der Matrix in der Hauptdiagonalen

direkt abzulesen sind:





× × 0 0

× × × 0

0 × × ×
0 0 × ×




−→





× 0 0 0

0 × 0 0

0 0 × 0

0 0 0 ×





Zu diesem Zweck wird in jedem Iterationsschritt eine festgelegte Anzahl von Givens-

Rotationen auf Teilbereiche der Matrix angewendet, die am Ende bewirken, dass die Ener-

gie der Nebendiagonalen Schritt für Schritt in die Hauptdiagonale transferiert wird.

Da es sich hierbei um ein iteratives Verfahren handelt, ist es nicht möglich, die Elemente

der Nebendiagonalen wirklich genau auf Null zu setzen. Der Wert dieser Elemente kon-

vergiert lediglich gegen Null, und es liegt in der Verantwortung des Programmierers, einen

sinnvollen Schwellenwert ǫ zu definieren (z.B. 10−10), bei dessen Unterschreitung ein Wert

als Null interpretiert und die Iteration abgebrochen wird.

Grundlage der QR-Iteration ist die Tatsache, dass jede Matrix T als Produkt

T = Q ·R (3.2)

dargestellt werden kann, wobei Q eine unitäre Transformationsmatrix und R eine obere

Dreiecksmatrix ist.

Soll nun Q als Ähnlichkeits-Transformation auf T angewendet werden, entsteht der Aus-

druck

Q−1 ·T ·Q, (3.3a)

der jetzt entsprechend Formel 3.2 auch formuliert werden kann als

Q−1 ·Q
︸ ︷︷ ︸

= I

·R ·Q = R ·Q. (3.3b)

Demnach hat die Transformation eine Vertauschung der Faktoren des Produktes aus Glei-

chung 3.2 bewirkt.
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Wird fortlaufend abwechselnd jeweils ein QR-Iterationsschritt und eine Vertauschung der

Faktoren durchgeführt,

T = T0 = Q0 ·R0

T1 = R0 ·Q0

= Q1 ·R1

...

Tk−1 = Rk−2 ·Qk−2

= Qk−1 ·Rk−1

Tk = Rk−1 ·Qk−1

so kann gezeigt werden, dass Tk für k → ∞ Diagonalstruktur erreicht, da die Nebendia-

gonalelemente der Matrix gegen Null konvergieren [Moo00]. In der Hauptdiagonalen der

entstandenen Matrix T∞ stehen dann die Eigenwerte der Matrix.

In der Praxis muss die Berechnung selbstverständlich nach einer sinnvollen Zeit abgeschlos-

sen sein. Deshalb werden die Nebendiagonalelemente der Matrix nach jedem Iterations-

schritt mit dem gesetzten Schwellenwert ǫ verglichen, und wenn sie bereits ausreichend

klein sind, werden sie einfach auf den Wert Null gesetzt.

Der folgende Pseudo-Code zeigt eine geeignete Lösung für diesen Zweck:

if

Nebendiagonal-Element︷ ︸︸ ︷
|T(i + 1, i)| ≤ ǫ ·

benachbarte Hauptdiagonal-Elemente︷ ︸︸ ︷
(|T(i, i)|+ |T(i + 1, i + 1)|)

then T(i + 1, i)
︸ ︷︷ ︸

unteres Nebendiagonal-Element

= 0; T(i, i + 1)
︸ ︷︷ ︸

oberes Nebendiagonal-Element

= 0;

Die Abbruchschwelle ist in diesem Fall keine statische Grenze, sondern sie wird abhängig

vom Betrag der Hauptdiagonalelemente für jedes Nebendiagonalelement neu berechnet.

Dies ist sinnvoll, um große relative Fehler bei der Berechnung zu vermeiden.

3.2.2. Beispiel mit konkreten Zahlen

Ausgangssituation für die QR-Zerlegung sei in diesem Beispiel die tridiagonalisierte Matrix

Ttridiag aus dem vorherigen Abschnitt:

T0 = Ttridiag =





10.00 13.93 0 0

13.93 11.21 2.12 0

0 2.12 −1.14 −0.13

0 0 −0.13 −0.07
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Für jeden Einzelschritt einer QR-Iteration muss eine neue Givens-Rotationsmatrix Gϕ

berechnet werden, deren einzelne Elemente sich aus Sinus und Kosinus des Winkels ϕ

zwischen dem Vektor
(

T (1,1)
T (2,1)

)
und der x-Achse e1 errechnen. Für den ersten Schritt

ergeben sich

cos ϕ → c = 0.5832 und

sin ϕ → s = 0.8123

und damit die Rotationsmatrix

Gϕ
[1] =

(
0.5832 0.8123

−0.8123 0.5832

)
,

die – an entsprechender Position in die Identität des R
4 eingesetzt – den Operator für die

erste Rotation von T0 bildet.

G1 =





0.5832 0.8123 0 0

−0.8123 0.5832 0 0

0 0 1.0000 0

0 0 0 1.0000





Wie auch bei der Householder-Transformation erfolgt die Matrixmultiplikation beidseitig

nach den Regeln der Ähnlichkeits-Transformation.

Zuerst wird T̃1 = G1 ·T0 berechnet, und danach T1 = T̃1 ·G1
T .

T̃1 =





17.15 17.23 1.72 0

0 −4.78 1.23 0

0 2.12 −1.14 0.13

0 0 0.13 −0.07









× × + 0

0 × × 0

0 × × ×
0 0 × ×





T1 =





24.00 −3.88 1.72 0

−3.88 −2.79 1.23 0

1.72 1.23 −1.14 0.13

0 0 0.13 −0.07









× × + 0

+ × × 0

+ × × ×
0 0 × ×





Hier ist gut zu erkennen, dass die durchgeführte Transformation sich ausschließlich auf die

ersten beiden Zeilen und die ersten beiden Spalten von T ausgewirkt hat.

Durch die erste Multiplikation (von links) wird zwar wie geplant ein Element der Ma-

trix zu Null, jedoch verschwindet der gewonnene Vorteil sofort wieder durch die zweite

Multiplikation (von rechts). Auf den ersten Blick hat die gesamte Operation sogar einen

Nachteil gebracht, da zwei Elemente, die vorher Null waren, nun einen anderen Wert (un-

gleich Null) haben.
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Um die Matrix wieder auf Tridiagonalstruktur zu bringen, müssen weitere Bereiche der

Matrix rotiert werden.

Die nun folgenden Givens-Rotationen beeinflussen die zweite und dritte Zeile sowie die

zweite und dritte Spalte von T1. Sinus und Kosinus haben nun die Werte

c = 0.9142 und

s = -0.4052.

Die daraus resultierende Rotationsmatrix

Gϕ
[2] =

(
0.9142 −0.4052

0.4052 0.9142

)

soll sich jetzt auf einen anderen Teil von T auswirken; daher muss auch Gϕ
[2] nun an

anderer Stelle in die Einheitsmatrix I eingefügt werden. Die Position von Gϕ
[2] in I

verschiebt sich jeweils um ein Element nach rechts und nach unten.

G2 =





1.0000 0 0 0

0 0.9142 −0.4052 0

0 0.4052 0.9142 0

0 0 0 1.0000





Es folgen erneut die bekannten Multiplikationen:

T̃2 =





24.00 −3.88 1.72 0

−4.24 −3.05 1.59 −0.05

0 0 −0.54 0.12

0 0 0.13 −0.07









× × × 0

× × × +

0 0 × ×
0 0 × ×





T2 =





24.00 −4.24 0 0

−4.24 −3.43 0.22 −0.05

0 0.22 −0.50 0.12

0 −0.05 0.12 −0.07









× × 0 0

× × × +

0 + × ×
0 + × ×





Diese Aktion hat also bewirkt, dass die Nullen in den rot markierten Positionen wieder-

hergestellt wurden. Die ungewollten Elemente sind aber noch nicht verschwunden; sie sind

lediglich um eine Position nach rechts und nach unten verschoben worden. Dieser Vorgang

wird in der (englischen) Fachliteratur häufig als
”
chasing down the diagonal“ bezeichnet,

da die störenden Elemente – bildlich gesehen – die Diagonalstruktur
”
hinabgejagt“ werden,

bis sie nach mehreren Schritten aus der Matrix verschwinden.
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Im vorliegenden Beispiel ist also noch ein finaler Schritt notwendig, um das
”
Chasing“

abzuschließen.

c = 0.9736 und

s = -0.2284,

sodass

Gϕ
[3] =

(
0.9736 −0.2284

0.2284 0.9736

)
.

Gϕ
[3] wird erneut um ein Element auf der Diagonale versetzt in I eingefügt:

G3 =





1.0000 0 0 0

0 1.0000 0 0

0 0 0.9736 −0.2284

0 0 0.2284 0.9736





Nach den beiden Multiplikationen ist die Tridiagonalstruktur von T wiederhergestellt. Die

störenden Elemente sind komplett aus der Matrix verschwunden.

T̃3 =





24.00 −4.24 0 0

−4.24 −3.43 0.22 −0.05

0 0.23 −0.51 0.13

0 0 0 −0.04









× × 0 0

× × × ×
0 × × ×
0 0 0 ×





TQR1
= T3 =





24.00 −4.24 0 0

−4.24 −3.43 0.23 0

0 0.23 −0.53 0.01

0 0 0.01 −0.04









× × 0 0

× × × 0

0 × × ×
0 0 + ×





Beim Betrachten des Ergebnisses drängt sich die Frage auf, was die gesamte Aktion über-

haupt für einen Nutzen hatte. Schließlich hat der Algorithmus nicht eine einzige weitere

Null in der Matrix erzeugt.

Eine direkte Gegenüberstellung von Ttridiag und TQR1
offenbart jedoch bei genauer Be-

trachtung den erreichten Vorteil:

Ein Teil der Energie der Nebendiagonalen wurde in die Elemente der Hauptdiagonale ver-

schoben.

Ttridiag =





10.0000 13.9284 0 0

13.9284 11.2113 2.1169 0

0 2.1169 −1.1429 −0.1278

0 0 −0.1278 −0.0684
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

TQR1
=





23.9966 −4.2434 0 0

−4.2434 −3.4303 0.2267 0

0 0.2267 −0.5274 0.0091

0 0 0.0091 −0.0389





Nach mehreren QR-Iterationen wird die Vorgehensweise des Algorithmus deutlicher:

2 Iterationen:

TQR2
=





24.6202 0.7180 0 0

0.7180 −4.0678 0.0283 0

0 0.0283 −0.5137 0.0007

0 0 0.0007 −0.0387





3 Iterationen:

TQR3
=





24.6377 −0.1191 0 0

−0.1191 −4.0855 0.0036 0

0 0.0036 −0.5135 0.0001

0 0.0000 0.0001 −0.0387





4 Iterationen:

TQR4
=





24.6382 0.0198 0 0

0.0198 −4.0859 0.0004 0

0 0.0004 −0.5135 0.0000

0 0 0.0000 −0.0387





5 Iterationen:

TQR5
=





24.6382 −0.0033 0 0

−0.0033 −4.0860 0.0001 0

0 0.0001 −0.5135 0.0000

0 0 0.0000 −0.0387





6 Iterationen:

TQR6
=





24.6382 0.0005 0 0

0.0005 −4.0860 0.0000 0

0 0.0000 −0.5135 0.0000

0 0 0.0000 −0.0387
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Nach dem sechsten Durchlauf sind die Elemente der Nebendiagonalen bereits sehr klein,

und nach 13 Iterationen endet die Berechnung, da alle Nebendiagonalelemente unter dem

gesetzten Schwellenwert ǫ = 10−8 liegen.

Die Eigenwerte der Matrix stehen nun unsortiert in der Hauptdiagonalen:

TQRfinal
=





24.6382 0 0 0

0 −4.0860 0 0

0 0 −0.5135 0

0 0 0 −0.0387





In sortierter Reihenfolge lauten die Eigenwerte also λ1 = −4.0860

λ2 = −0.5135

λ3 = −0.0387

λ4 = 24.6382.

Wie bereits die Tridiagonalisierung, kann auch die komplette QR-Faktorisierung in einer

Transformationsmatrix ausgedrückt werden als

QQR = G1 ·G2 . . .Gn =





0.6881 −0.6257 −0.3581 −0.0820

0.7232 0.6328 0.2703 0.0591

0.0594 −0.4558 0.8590 0.2254

0.0003 0.0145 −0.2466 0.9690




.

Jetzt kann schließlich auch die Transformationsmatrix für den gesamten Diagonalisierungs-

prozeß als Produkt von Qtridiag und QQR formuliert werden:

Q = Qtridiag ·QQR =





0.6881 −0.6257 −0.3581 −0.0820

0.5097 0.0789 0.8548 −0.0578

0.4021 0.4783 −0.2336 0.7449

0.3240 0.6111 −0.2942 −0.6596





Die Matrix Q wird auch als Eigenvektormatrix bezeichnet, da jedem Eigenwert aus T

ein Vektor aus Q zugeordnet werden kann, sodass die allgemeine Eigenwertgleichung 2.1

erfüllt ist.

Wie bereits bei Qtridiag und QQR bilden auch die einzelnen Vektoren aus Q ein Ortho-

normalsystem.
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Es kann gezeigt werden, dass ein Zusammenhang zwischen den Eigenwerten einer Matrix

und der Geschwindigkeit, mit der der QR-Algorithmus konvergiert, besteht. Bei günstigen

Verhältnissen ist die Faktorisierung bereits nach wenigen Iterationsschritten abgeschlos-

sen, während sie bei schlechten Bedingungen möglicherweise überhaupt nicht endet (oder

zumindest nicht nach einer akzeptablen Zeit).

Deshalb ist es leider nicht möglich, vorherzusagen, wie viele QR-Iterationen auszuführen

sind, bevor der Algorithmus am Ende abbricht, was natürlich einen großen Mangel in

Hinblick auf die Echtzeitfähigkeit bzw. auf die allgemeine Performance der Berechnung

darstellt.

Ein Optimierungsansatz besteht jedoch im Einsatz von konvergenzbeschleunigenden Re-

chenverfahren. Einige dieser Verfahren sollen im folgenden Abschnitt einmal vorgestellt

werden.

3.2.3. Shift-Verfahren zur Beschleunigung der Konvergenz

Die Konvergenzrate eines jeden Nebendiagonalelementes ist abhängig vom Verhältnis der

beiden benachbarten Eigenwerte.

Bei jedem QR-Iterationsschritt 1, 2, . . . , k, . . . ,∞ gilt

T
[k]
ij ≈

(
λi

λj

)k

. (3.4)

Je größer der Unterschied zweier benachbarter Eigenwerte λi und λj ist, desto höher ist

auch die Konvergenzrate der Nebendiagonalelemente Tij an dieser Stelle [Moo00]. Falls

λi ≈ λj , ist die Konvergenz sehr langsam, und es werden – je nach Wahl der Schwelle ǫ –

unter Umständen viele Iterationsschritte benötigt, bis das Nebendiagonalelement endlich

auf Null gesetzt werden kann. Die Konvergenzrate der QR-Zerlegung ist im Allgemeinen

ungefähr linear.

Leider ist der Fall, dass eine Matrix zwei oder mehrere ungefähr gleich große Eigenwerte

besitzt, keine Seltenheit. So wurden bei den Untersuchungen, die im Rahmen dieser Arbeit

durchgeführt wurden, einige zufällig generierte Matrizen gefunden (8 × 8 und 16 × 16),

deren QR-Faktorisierungen weit mehr als 1 Mio. Schritte und damit über eine Stunde

Rechenzeit (!!!) auf einem P4-PC-System mit 2 GHz benötigten. Bei einem Einsatz der

Berechnung im ACC-System sind jedoch lediglich einige Millisekunden Rechenzeit für jede

Eigenwertzerlegung vorgesehen. Es ist also zwingend erforderlich, konvergenzbeschleuni-

gende Verfahren bei der QR-Faktorisierung einzusetzen.

Die effektivste Methode zur Verbesserung der Konvergenzrate sind Verschiebungen einzel-

ner Matrixelemente, sog. Shifts [Lat04].
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3.2. Die QR-Faktorisierung einer symmetrischen Tridiagonalmatrix

Durch gezielte Verschiebungen kann eine sehr viel höhere Konvergenzrate des QR-Algo-

rithmus erreicht werden. Für einen shift value τ lässt sich die veränderte Konvergenzrate

darstellen als

T
[k]
ij ≈

(
λi − τk

λj − τk

)k

. (3.5)

Hat eine Matrix beispielsweise zwei benachbarte Eigenwerte λi = 1 und λj = 1.01, dann

konvergiert der Ausdruck an der entsprechenden Position nach Formel 3.4 sehr langsam,

da selbst nach 100 Schritten T
[100]
ij ≈

(
1

1.01

)100
= 0.3697 noch viel zu groß ist, um den

Wert einfach auf Null zu setzen.

Wird nun aber eine Verschiebung der Hauptdiagonalelemente um den Wert τ = 0.998

vorgenommen, dann ist die neue Konvergenzrate nach Formel 3.5 bereits erheblich besser

als vorher. In diesem Fall gilt beispielsweise T
[10]
ij ≈

(
1−0.998

1.01−0.998

)10
= 1.6538 · 10−8. Ein

Wert dieser Größenordnung kann bereits ohne nennenswerten Genauigkeitsverlust auf Null

gesetzt werden.

Je präziser der Shift, desto höher die Konvergenzrate.

Grundsätzlich wird zwischen zwei Arten von Shifts unterschieden; den expliziten und

den impliziten Shifts [Moo00].

➟ Explizite Shifts nutzen die Tatsache, dass, wenn λ Eigenwert von T ist, λ − τ Ei-

genwert von T− τ · I sein muss.

Den Beweis für diese Aussage liefert die folgende kurze Betrachtung:

Die Matrix T kann bekanntlich dargestellt werden als Ähnlichkeits-Transformation

T = Q−1 ·Λ ·Q

mit

Λ ⇒ Eigenwertmatrix mit Diagonalstruktur

Q ⇒ unitäre Transformationsmatrix.

Für eine zweite Matrix T̃ = T− τ · I gilt dann

T̃ = T− τ · I
= Q−1 ·Λ ·Q− τ · I
= Q−1 ·Λ ·Q− τ ·Q−1 ·Q

︸ ︷︷ ︸
I

= Q−1 · (Λ− τ · I) ·Q.
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Ein einfaches Beispiel dazu:

T =




5 −4 −3

−1 4 −1

1 4 9





hat die Eigenwerte λ1 = 4

λ2 = 6

λ3 = 8.

T̃ = T− 3 · I =




5 −4 −3

−1 4 −1

1 4 9



− 3 ·




1 0 0

0 1 0

0 0 1



 =




2 −4 −3

−1 1 −1

1 4 6





hat die Eigenwerte λ1 = 4− 3 = 1

λ2 = 6− 3 = 3

λ3 = 8− 3 = 5.

Falls also die Verschiebung von T um den Ausdruck τ · I eine Verbesserung der

Konvergenz bewirkt, dann ist es ohne weiteres erlaubt, vor einem Iterationsschritt τ ·I
von den Matrix zu subtrahieren, solange es nach der Berechnung wieder hinzuaddiert

wird.

Ein expliziter Shift läuft immer in diesen drei Schritten ab:

1. Verschiebung:

Tk −→ T̃k = Tk − τk · I (3.6a)

2. QR-Step:

T̃k+1 = QT
k · T̃k ·Qk (3.6b)

3. Rückverschiebung:

T̃k+1 −→ Tk+1 = T̃k+1 + τk · I (3.6c)

➟ Im Gegensatz dazu wird die Matrix T bei einem impliziten Shift durch die Verschie-

bung nicht unmittelbar beeinflusst. Es wird lediglich eine Transformationsmatrix für

eine (virtuelle) verschobene Matrix berechnet, die dann jedoch auf die unveränderte

Matrix T angewendet wird. So kann die gleiche Verbesserung der Konvergenzrate

erzielt werden wie bei der expliziten Verschiebung.

Der Hauptgrund für die Verwendung des impliziten Shifts besteht darin, dass auf

diese Weise Genauigkeitsverluste vermieden werden, die für große Shift Values τk bei

einem expliziten Shift unter Umständen auftreten können [Sto05].
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Ein weiterer Vorteil ist die Tatsache, dass die Operationen
”
Verschiebung“ und

”
Rückverschiebung“ eingespart werden können. Für jeden QR-Iterationsschritt muss

nur ein einziges Mal das verschobene Matrixelement T(1, 1)− τk berechnet werden,

da es für die jeweils erste Givens-Rotation benötigt wird. Die restliche Verschiebung

erledigt sich sozusagen
”
von selbst“.

Sämtliche Rotationsmatrizen G1 . . .Gm−1, die während einer Iteration entstehen,

gleichen zu 100 % denen, die bei der gleichen Operation mit explizitem Shift aufge-

treten wären.

Wie kann nun auf einfachem Wege ein brauchbarer Shift Value gefunden wer-

den?

Optimal wäre es natürlich, wenn die Eigenwerte von T schon vor der Berechnung bekannt

wären, da sie (theoretisch) den perfekten Shift ermöglichen würden:

λi − τk

λj − τk
= 0 für τk = λi.

Gerade die Eigenwerte sind es aber, die hier berechnet werden sollen. Also muss eine

Methode gefunden werden, um die Eigenwerte möglichst genau zu schätzen.

Das beste bekannte Verfahren für diesen Zweck ist die Berechnung des sog. Wilkinson-

Shifts [Lat04], der tatsächlich fast so gut funktioniert wie der perfekte Shift [Gre89].

Der Wilkinson-Shift

Im Folgenden sei einmal die Matrix

T =





7 6 0 0

6 5 4 0

0 4 3 2

0 0 2 1





betrachtet. Von entscheidender Bedeutung für die Berechnung eines Wilkinson-Shifts für

einen QR-Iterationsschritt ist die untere rechte 2× 2-Matrix von T.

T(m− 1) T(m)





. . .
...

...


T(m− 1) . . . 3 2

T(m) . . . 2 1
−→

(
3 2

)

2 1
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Diese Teilmatrix besitzt zwei Eigenwerte λ1 und λ2, die nach Formel 2.2 direkt berechnet

werden können, da eine 2× 2-Matrix vorliegt: λ1 = −0.2361

λ2 = 4.2361.

Als Shift Value τ für den Wilkinson-Shift wird jetzt der Eigenwert verwendet, der näher

am Wert des Matrixelementes T(m,m) liegt. In diesem Fall ist T(m,m) = 1, also wird

τ = λ1 = −0.2361.

Anhand der Abbildungen 3.3(a) - 3.3(d) lässt sich relativ gut nachvollziehen, welche Aus-

wirkungen ein Wilkinson-Shift auf die Konvergenz der Nebendiagonalelemente hat.

Jeder einzelne Graph in jedem der Diagramme repräsentiert ein Element aus der obe-

ren Nebendiagonalen einer tridiagonalen Matrix, die QR-faktorisiert wird. (Da es sich

stets um symmetrische Matrizen handelt, könnten jedoch auch ebenso gut die unteren

Nebendiagonalwerte betrachtet werden.) Eine 4 × 4-Matrix hat genau drei obere/untere

Nebendiagonalelemente (siehe Abbildungen 3.3(a) und 3.3(b)); bei einer 8×8-Matrix sind

es entsprechend derer sieben (siehe Abbildungen 3.3(c) und 3.3(d)).

(a) 4 × 4-Matrix; ohne Wilkinson-Shift (b) 4 × 4-Matrix; mit Wilkinson-Shift

(c) 8 × 8-Matrix; ohne Wilkinson-Shift (d) 8 × 8-Matrix; mit Wilkinson-Shift

Abbildung 3.3.: Zwei Beispiele für die Konvergenz von Nebendiagonalelementen ohne/mit
Wilkinson-Shift
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3.3. Nachbearbeitung der Eigenwerte und Vektoren

Auf der linken Seite ist zu sehen, wie eine QR-Faktorisierung ohne Wilkinson-Shift verläuft

(abgebildet sind jeweils nur die ersten 10 bzw. 50 Schritte): Die Konvergenz der Elemente

hat den Charakter einer gleichförmigen, schwach gedämpften Schwingung. Für die Fakto-

risierung der 4× 4-Matrix wurden 16 Iterationen benötigt, während die 8× 8-Matrix am

Ende weit über 700 Iterationen erforderte.

Die Kurven auf der rechten Seite, die die Konvergenzverläufe mit Wilkinson-Shift zeigen,

sind nicht abgeschnitten. Die 4× 4-Matrix ist tatsächlich nach sieben Schritten komplett

diagonalisiert, und selbst die Faktorisierung der problematischen 8 × 8-Matrix ist nach

nur 15 Schritten vollständig abgeschlossen. Hier ist gut zu erkennen, wie der Wilkinson-

Shift die Gleichförmigkeit der
”
Schwingungen“ stört und auf diese Weise eine stärkere

”
Dämpfung“ verursacht.

Ergebnis: Durch den Einsatz des Wilkinson-Shifts kann eine Steigerung der durchschnitt-

lichen Konvergenzrate der QR-Faktorisierung von linear auf nahezu kubisch erreicht wer-

den!!! (siehe hierzu auch Kaiptel 5.1.4)

Im Normalfall benötigt die QR-Zerlegung einer m × m-Matrix mit Wilkinson-Shifts ca.

2 m Iterationsschritte.

3.3. Nachbearbeitung der Eigenwerte und Vektoren

Nach Beendung der QR-Iterationen ist die Eigenwertzerlegung prinzipiell vollständig. Es

ist eine Matrix T entstanden, die außer den Eigenwerten, die in der Hauptdiagonalen

stehen, nur noch Null-Elemente enthält und außerdem eine Matrix Q, in der die dazu-

gehörigen Eigenvektoren gespeichert sind.

Abschließend kann nun noch eine Sortierung von Eigenwerten und -vektoren vorgenommen

werden. Für gewöhnlich sind die Eigenwerte in der Hauptdiagonalen von T komplett

unregelmäßig angeordnet. Eine Sortierung der Elemente nach ihrem Wert sorgt für einen

besseren Überblick:





−1.48 0 0 0
0 −13.52 0 0
0 0 5.52 0
0 0 0 −6.52



 −→





−13.52 0 0 0
0 −6.52 0 0
0 0 −1.48 0
0 0 0 5.52





Nun ist die Eigenwertzerlegung endgültig beendet, und die Ergebnisse können – z.B. durch

ein hochauflösendes Signalverarbeitungsverfahren im ACC-Sensor – weiterverarbeitet wer-

den.

Der komplette Ablauf der Eigenwertzerlegung ist in Form eines Programmablaufplanes

noch einmal auf der folgenden Seite zusammengefasst.
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3.3. Nachbearbeitung der Eigenwerte und Vektoren

Abbildung 3.4.: Ablaufplan der Eigenwertzerlegung
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4. Durchgeführte Entwicklungsschritte

Wie bereits in den vorherigen Kapiteln angedeutet wurde, ist die Grundversion des Ei-

genwertalgorithmus nicht in der Lage, eine Eigenwertzerlegung der Korrelationsmatrizen

des ACC-Systems korrekt durchzuführen. Der wesentliche Grund hierfür ist die Tatsache,

dass die Korrelationsmatrizen komplex-hermitesch aufgebaut sind, während der Algorith-

mus erst einmal ausschließlich für reell-symmetrische Strukturen ausgelegt ist.

Im ersten Teil dieses Kapitels wird deshalb ausführlich erläutert, welche Abschnitte des

Berechnungsalgorithmus an die veränderten Gegebenheiten anzupassen waren. Da im

Laufe der Entwicklung zwei unterschiedliche Möglichkeiten gefunden wurden, um die An-

passung reell-symmetrisch → komplex-hermitesch zu realisieren, werden beide Varianten

vorgestellt und anschließend einem Performance-Vergleich unterzogen.

Danach wird im zweiten Teil kurz dargestellt, welche Besonderheiten bei der Umsetzung

des Algorithmus in die Sprache C beachtet werden mussten.

Der letzte Abschnitt dieses Kapitels beschäftigt sich schließlich mit der Implementierung

des Eigenwertalgorithmus in Fixed-Point-Arithmetik. Hier traten erneut Probleme auf,

für die verschiedene Lösungs-Alternativen gefunden wurden. Nach einer Vorstellung der

einzelnen verwendeten Verfahren erfolgt deshalb auch an dieser Stelle eine Gegenüberstel-

lung von Genauigkeit und Performance der Methoden.

4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung

komplex-hermitescher Matrizen

4.1.1. Grundlegende Änderungen

Zu Beginn ist es zuerst einmal unbedingt notwendig, die Grundrechenarten (+ − · /) für

komplexe Zahlen zu definieren:

(a + i b) + (c + i d) = (a + c) + i (b + d)

(a + i b) − (c + i d) = (a− c) + i (b− d)

(a + i b) · (c + i d) = (ac− bd) + i (ad + bc)

(a + i b) / (c + i d) = (a+i b)·(c−i d)
(c+i d)·(c−i d) = (ac+bd)+i (bc−ad)

c2+d2
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Auch die Operatoren zur Bestimmung von Betrag und Vorzeichen einer Zahl müssen

erweitert werden:

|a + i b| =
√

a2 + b2

sign(a + i b) = a+i b
|a+i b| = a√

a2+b2
+ i b√

a2+b2

Für die Durchführung der zahlreichen Ähnlichkeits-Transformationen ist es häufig erfor-

derlich, die Transponierte einer Matrix zu bilden. Im Reellen entspricht dies einer simplen

Spiegelung der Matrix an ihrer Hauptdiagonalen. Bei komplexen Matrizen wird die Spie-

gelung für gewöhnlich mit einer Konjugation der komplexen Werte kombiniert; in diesem

Fall wird die Operation als hermitesche Transposition bezeichnet [Höl05].

A =




1 2 3
4 5 6
7 8 9



 [reell]−−−−−−−→ AT =




1 4 7
2 5 8
3 6 9





B =




1 + i 2 + 2 i 3 + 3 i

4− 4 i 5 + 5 i 6 + 6 i
7− 7 i 8− 8 i 9 + 9 i



 [hermitesch]−−−−−−−→ BH =




1− i 4 + 4 i 7 + 7 i

2− 2 i 5− 5 i 8 + 8 i
3− 3 i 6− 6 i 9− 9 i





Tabelle 4.1.: Reelle und komplexe Transposition

Im Gegensatz zur Programmierung in C müssen alle bisher genannten Änderungen bei

der Implementierung in MatLab nicht explizit formuliert werden.

Die Operatoren +, −, * und / sowie abs() und sign() sind in MatLab überladen und passen

sich in ihrer Funktion automatisch den vorhandenen Operanden an. Auch der Transposi-

tionsoperator ( ' ) ist überladen; abhängig davon, ob eine reelle oder eine komplexe Matrix

vorliegt, wird automatisch die korrekte Operation durchgeführt.

4.1.2. Tridiagonalisierung hermitescher Matrizen

In diesem Teil der Eigenwertzerlegung sind keine Modifikationen vorzunehmen. Nach einer

Umsetzung der komplexen Grundrechenarten (siehe Kapitel 4.1.1) liefert die Tridiagona-

lisierung korrekte Ergebnisse für komplexe Matrizen.

Eine tridiagonalisierte hermitesche Matrix wird dann im Normalfall etwa folgendermaßen

aussehen:




−10.00 1.44− 14.39i 0 0

1.44 + 14.39i 0.42 3.13 + 0.98i 0

0 3.13− 0.98i −3.58 −0.54 + 9.08i

0 0 −0.54− 9.08i −2.85




(4.1)

Die Elemente in der Hauptdiagonalen sind reell, und die Nebendiagonalelemente sind

komplex.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

4.1.3. QR-Faktorisierung für hermitesche Tridiagonalstrukturen

Anpassung der Givens-Rotation

Die QR-Zerlegung basiert bekanntlich auf der Rotation zweidimensionaler Vektorkoordi-

naten durch Multiplikationen mit der Givens-Rotationsmatrix G =
(

cos ϕ sin ϕ
− sin ϕ cos ϕ

)
(siehe

Formel 2.15).

Hier wird gleich ein großes Problem offensichtlich: Die Werte in den Nebendiagonalen der

Matrix sind nun komplex. Und während Sinus und Kosinus für reelle Winkel eindeutig

definiert sind, werden für komplexe Werte neue Berechnungsvorschriften benötigt.

Da es sich bei den Elementen der komplexen Givens-Rotation nun also nicht mehr um Sinus

und Kosinus im gewöhnlichen Sinne handelt, werden diese Elemente ab jetzt allgemein

als s und c bezeichnet. Nach einer minimalen Modifizierung der Berechnung liefert der

Algorithmus die korrekten Werte für eine komplexe Givens-Rotation (Änderungen sind

rot markiert) [Bin01]:

reell:

if z = 0

cos = 1;

sin = 0;

elseif x = 0

cos = 0;

sin = sign(z);

else

cos = |x|√
x2 + z2

;

sin = sign(x) · z√
x2 + z2

;

komplex:

if z = 0

c = 1;

s = 0;

elseif x = 0

c = 0;

s = sign(z∗);

else

c = |x|√
x2 + z2

;

s = sign(x) · z
∗√

x2 + z2
;

Dadurch wird gewährleistet, dass c einen reellen Wert annimmt während s komplex

bleibt.

Anschließend muss auch die Givens-Rotationsmatrix für die neuen Gegebenheiten umfor-

muliert werden (Änderungen sind rot markiert):

Greell =

(
cos ϕ sin ϕ

−sin ϕ cosϕ

)
−→ Gkomplex =

(
c s

−s∗ c

)
(4.2)
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Beispiel für eine komplexe Givens-Matrix:

G =

(
0.92 0.32 + 0.23i

−0.32 + 0.23i 0.92

)

Die Multiplikationen mit der veränderten Givens-Matrix müssen jetzt nicht mehr weiter

angepasst werden; sie laufen ab, wie im reellen Fall.

4.1.4. Erzeugen einer reellen Tridiagonalstruktur

Die in Abschnitt 4.1.3 vorgestellte Variante der QR-Zerlegung funktioniert zwar einwand-

frei, dabei verschlechtert sich aber die Performance der gesamten Berechnung durch die

komplexen Givens-Rotationen gravierend. Es existiert jedoch noch ein alternativer An-

satz zur Lösung des hermiteschen Problems, mit dessen Hilfe komplexe Givens-Rotationen

komplett umgangen werden können. Und zwar ist es möglich, eine hermitesche Matrix

auf eine vollständig reelle Tridiagonalstruktur zu bringen.

So besitzt z.B. die folgende symmetrische Matrix exakt die gleichen Eigenwerte wie die

hermitesche Matrix in Formel 4.1:





−10.00 14.46 0 0

14.46 0.42 3.28 0

0 3.28 −3.58 9.10

0 0 9.10 −2.85




(4.3)

Es ist sofort zu erkennen, dass die Elemente in der Hauptdiagonale mit den entsprechenden

Werten aus Formel 4.1 übereinstimmen und dass die reellen Werte in den Nebendiagonalen

gleich dem Betrag der komplexen Nebendiagonalelemente der hermiteschen Matrix sind.

Die Vorzeichen der Nebendiagonalelemente sind prinzipiell frei wählbar, wobei allerdings

die Vorzeichen der zusammengehörigen Elemente identisch sein müssen.

Um diesen Zusammenhang zu verdeutlichen, sei einmal die Matrix

(
x a + i b

a− i b y

)

betrachtet.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Das charakteristische Polynom dieser Matrix ergibt sich durch den folgenden Ansatz:

det

∣∣∣∣∣

(
λ 0

0 λ

)
−
(

x a + i b

a− i b y

)∣∣∣∣∣

= det

∣∣∣∣∣

(
λ− x −a− i b

−a + i b λ− y

)∣∣∣∣∣

= (λ− x) · (λ− y)− (−a + i b) · (−a− i b)

= λ2 − (x + y)λ + xy − (a2 + b2)

Nach einer Ersetzung der konjugiert-komplexen Nebendiagonalelemente durch ihre Be-

träge bleibt das charakteristische Polynom unverändert:

det

∣∣∣∣∣

(
λ 0

0 λ

)
−
(

x |a + i b|
|a− i b| y

)∣∣∣∣∣

= det

∣∣∣∣∣

(
λ 0

0 λ

)
−
(

x
√

a2 + b2

√
a2 + b2 y

)∣∣∣∣∣

= det

∣∣∣∣∣

(
λ− x −

√
a2 + b2

−
√

a2 + b2 λ− y

)∣∣∣∣∣

= (λ− x) · (λ− y)− (
√

a2 + b2 ·
√

a2 + b2)

= λ2 − (x + y)λ + xy − (a2 + b2)

= det

∣∣∣∣∣

(
λ 0

0 λ

)
−
(

x a + i b

a− i b y

)∣∣∣∣∣

Die Abbildung einer hermiteschen Matrix auf reelle Tridiagonal-Form mit positiven Ne-

bendiagonalelementen kann durch eine Division des aktiven Teils der Householder-Matrix

durch das invertierte Vorzeichen des ersten Elementes des Householder-Vektors (⇒ kom-

plexer Skalar) erreicht werden (siehe auch Abbildung 4.1):

H ← H

−sign(v(1))
(4.4)

mit

H ⇒ Householder-Matrix

v ⇒ Householder-Vektor.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Abbildung 4.1.: Modifikation der Householder-Matrix für reelle Tridiagonalstruktur

Die Vorteile dieser Maßnahme sind offensichtlich:

➟ Der Algorithmus zur QR-Faktorisierung reeller Matrizen kann unverändert weiter-

verwendet werden.

➟ Die reelle QR-Faktorisierung ist bei 16× 16-Matrizen um etwa 20% schneller als die

komplexe (siehe Abbildung 4.3).

➟ Auch die numerische Stabilität der QR-Faktorisierung nimmt zu.

Leider dauert die Tridiagonalisierung aufgrund der zahlreichen komplexen Divisionen jetzt

allerdings etwa 20% länger.

Da der Anteil der QR-Zerlegung mit ca. 65% bei 16×16-Matrizen aber deutlich größer ist

als der Anteil der Tridiagonalisierung (ca. 25%; siehe hierzu auch Abbildung 4.2), bleibt

nach Amdahl’s Law [Amd67] trotzdem eine Reduzierung der Gesamtberechnungsdauer um

den Faktor
1

1.2 · 0.25
︸ ︷︷ ︸

tridiag

+ 0.8 · 0.65
︸ ︷︷ ︸

QR

+ 1 · 0.10
︸ ︷︷ ︸
diverse

= 1.087,

was einer theoretischen maximalen Beschleunigung von 8.7% entspricht (siehe hierzu auch

Kapitel 5.3).

Fazit:

Solange ausschließlich hermitesche Matrizen faktorisiert werden sollen, ist der zweite An-

satz der eindeutig bessere.

Der erste Ansatz wird erst dann benötigt, wenn gewöhnliche (nicht-hermitesche) komplexe

Matrizen vorliegen, die nicht auf reelle Tridiagonalstruktur reduziert werden können.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Das folgende Diagramm soll noch einmal verdeutlichen, welche zeitlichen Anteile die ein-

zelnen Berechnungsschritte in Abhängigkeit von der betrachteten Matrixgröße an der ge-

samten Eigenwertzerlegung haben.

Abbildung 4.2.: Anteile der Faktorisierungsschritte an der Gesamtberechnungsdauer

Dabei fällt auf, dass sich das Anteilsverhältnis von Tridiagonalisierung und QR-Zerlegung

mit zunehmender Matrixgröße radikal ändert. Während bei
”
kleinen“ Matrizen bis ma-

ximal 50 × 50 eine Optimierung der QR-Faktorisierung den größten Performance-Schub

bewirkt, ist es bei
”
großen“ Matrizen sinnvoller, die Optimierungsarbeit in die Tridiago-

nalisierung zu investieren.

4.1.5. Zeitmessungen

Es folgen nun insgesamt drei Beispiele, die anhand von konkreten Matrizen abschließend

noch einmal veranschaulichen sollen, wie durch einzelne Modifikations-/Optimierungs-

schritte ein Performance-Gewinn bei der QR-Faktorisierung erzielt werden kann, der sich

dann auch auf die Geschwindigkeit der gesamten Eigenwertzerlegung positiv auswirkt:

➟ Fall 1: gewöhnliche Tridiagonalisierung mit komplexer QR-Zerlegung

➟ Fall 2 a: modifizierte Tridiagonalisierung mit reeller QR-Zerlegung

➟ Fall 2 b: modifizierte Tridiagonalisierung mit optimierter reeller QR-Zerlegung

77



4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Alle gezeigten Versionen des Algorithmus wurden testweise in MatLab implementiert, um

praktische Zeitmessungen durchführen zu können. Die Ergebisse dieser Messungen sind

in Abbildung 4.3 dargestellt. Sämtliche Zeitangaben im Diagramm beziehen sich auf

durchgeführte Tests mit komplexen 16× 16-Matrizen.

Fall 1: Gewöhnliche Tridiagonalisierung mit komplexer QR-Zerlegung

komplexe Tridiagonalstruktur, z.B.

T =





−10.00 1.44− 14.39i 0 0

1.44 + 14.39i 0.42 3.13 + 0.98i 0

0 3.13− 0.98i −3.58 −0.54 + 9.08i

0 0 −0.54− 9.08i −2.85





Eigenvektorinformationen → komplex:

z.B.

Q =





0.89 + 0.06i 0.45 0 0

0.06− 0.08i −0.11 + 0.16i −0.96− 0.00i −0.10− 0.17i

0.35− 0.02i −0.70 + 0.09i 0.12 + 0.01i −0.54 + 0.28i

−0.23− 0.11i 0.49 + 0.19i 0.06− 0.25i −0.77− 0.07i





Givens-Matrix → komplex:

z.B.

GH =





0.92 −0.32− 0.23i 0 0

0.32− 0.23i 0.92 0 0

0 0 1 0

0 0 0 1





Bei einer Matrixmultiplikation Q ·GH treten einige Situationen auf, in denen zwei kom-

plexe Zahlen miteinander multipliziert werden müssen. Wie an dem folgenden einfachen

Beispiel zu erkennen ist, ist der Rechenaufwand für jede solche Operation relativ groß:

(a + i b) · (c + i d) = (a · c− b · d) + i (a · d + b · c) (4.5)

Insgesamt werden vier reelle Multiplikationen und zwei reelle Additionen für jede komplex-

komplexe Multiplikation benötigt.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Fall 2 a: Modifizierte Tridiagonalisierung mit reeller QR-Zerlegung

reelle Tridiagonalstruktur, z.B.

T =





−10.00 14.46 0 0

14.46 0.42 3.28 0

0 3.28 −3.58 9.10

0 0 9.10 −2.85





mit Berechnung der Eigenvektormatrix Q als Ganzes:

Q = H1 . . .Hm ·G1 . . .Gn

mit

H1 . . .Hm ⇒ Householder-Transformationen (Tridiagonalisierung)

G1 . . .Gn ⇒ Givens-Rotationen (QR-Faktorisierung)

Eigenvektorinformationen → komplex:

z.B.

Q =





−0.90 0.45 0 0

−0.05 + 0.08i −0.11 + 0.16i 0.53− 0.80i −0.17 + 0.10i

−0.35 + 0.05i −0.70 + 0.09i −0.08 + 0.10i 0.29 + 0.53i

0.24 + 0.09i 0.49 + 0.19i 0.18 + 0.19i −0.05 + 0.77i





Givens-Matrix → reell:

z.B.

GH =





0.92 0.39 0 0

−0.39 0.92 0 0

0 0 1 0

0 0 0 1





In diesem Fall können während der QR-Zerlegung keine komplex-komplexen Multiplikation

Q ·GH mehr auftreten, da GH jetzt komplett reell ist. Komplex-reelle Multiplikationen

benötigen im Vergleich zu 4.5 bereits bedeutend weniger Rechenzeit:

(a + i b) · c = a · c + i (b · c) (4.6)

Nur zwei reelle Multiplikationen werden jetzt noch benötigt; Additionen treten nicht mehr

auf.

Der Performancegewinn gegenüber Fall 1 ist beachtlich (siehe Abbildung 4.3): Die QR-

Zerlegung ist nun um ca. 20 % schneller. Für die gesamte Eigenwertzerlegung bleibt ein

Gewinn von ca. 10 %.
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4.1. Schritt (1): Hinzufügen der Funktionalität zur Verarbeitung hermitescher Matrizen

Abbildung 4.3.: Performancevergleich verschiedener Varianten der QR-Faktorisierung

Fall 2 b: modifizierte Tridiagonalisierung mit optimierter reeller QR-Zerlegung

wie Fall 2 a, allerdings aufgeteilte Berechnung von Q:

Qtridiag = H1 . . .Hm





⇒ Q = Qtridiag

︸ ︷︷ ︸
komplex

·QQR
︸ ︷︷ ︸
reell

QQR = G1 . . .Gn

Eigenvektorinformationen → reell:

z.B.

Q =





−0.90 0.45 0 0

−0.30 −0.61 0.74 0

0.13 0.26 0.27 0.92

0.30 0.61 0.62 −0.39





Givens-Matrix → reell:

z.B.

GH =





0.92 0.39 0 0

−0.39 0.92 0 0

0 0 1 0

0 0 0 1





Diese Modifikation sollte die QR-Zerlegung noch zusätzlich beschleunigen, da alle durch-

zuführenden Matrixmultiplikationen nun vom Typ
”
reell-reell“ sind.
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4.2. Schritt (2): Umsetzung in C

In der Praxis bringt dieser Schritt einen sehr geringen Vorteil von ca. 1 % gegenüber Fall

2 a. Offensichtlich ist die Anzahl der eingesparten Operationen einfach zu gering, um bei

”
kleinen“ Matrizen (16×16) einen deutlichen Performance-Zuwachs zu bewirken. Größere

Matrizen könnten evtl. stärker profitieren.

4.2. Schritt (2): Umsetzung in C

Der C-Algorithmus zur Berechnung von Eigenwertzerlegungen ist vom Prinzip her eine

exakte Umsetzung der Floating-Point-Berechnungsfunktionen in MatLab. Der Ablauf der

Faktorisierung konnte in absolut identischer Form aus MatLab übernommen werden. Die

eigentliche Herausforderung bei der Programmierung in C bestand deshalb eher darin, die

elementaren Matrixoperationen zu realisieren.

Ein Beispiel: Eine Matrix soll an einer bestimmten Stelle in eine andere (größere) Matrix

eingefügt werden:

Der markierte Bereich der Matrix

A =




1 2 3

4 5 6

7 8 9





soll in den markierten Bereich der Matrix

B =





0 0 0 0

0 0 0 0

0 0 0 0

0 0 0 0





eingefügt werden, sodass

B̃ =





0 0 0 0

0 1 2 0

0 4 5 0

0 0 0 0




.
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Der entsprechende MatLab-Befehl lautet:

B(2:3,2:3) = A(1:2,1:2).

In einer simplen Zeile ist die gesamte Operation erledigt.

Unter C müssen verschachtelte Schleifenkonstrukte verwendet werden, um diese Funktio-

nalität nachzubilden:

✞

void ins part Matr ixC32 (

complex ∗ Matrix1 pc32 , // Matrix 1 , aus der e in Bereich k o p i e r t

// werden s o l l

5

uint16 M1Y u16 , // Anzahl Ze i l en der Matrix 1

uint16 M1X u16 , // Anzahl Spa l t en der Matrix 1

uint16 StartM1Y u16 , // Zei len−Nr . des oberen l i n k en Elementes

// des zu kopierenden Bere iches

10 uint16 StartM1X u16 , // Spal ten−Nr . des oberen l i n k en Elementes

// des zu kopierenden Bere iches

uint16 EndM1Y u16 , // Zei len−Nr . des unteren rech ten Elementes

// des zu kopierenden Bere iches

uint16 EndM1X u16 , // Spal ten−Nr . des unteren rech ten Elementes

15 // des zu kopierenden Bere iches

complex ∗ Matrix2 pc32 , // Matrix 2 , in d i e etwas e i n g e f ü g t

// werden s o l l

20 uint16 M2Y u16 , // Anzahl Ze i l en der Matrix 2

uint16 M2X u16 , // Anzahl Spa l t en der Matrix 2

uint16 StartM2Y u16 , // Zei len−Nr . des oberen l i n k en Elementes

// des zu ü berschre i benden Bere iches

uint16 StartM2X u16 , // Spal ten−Nr . des oberen l i n k en Elementes

25 // des zu ü berschre i benden Bere iches

uint16 EndM2Y u16 , // Zei len−Nr . des unteren rech ten Elementes

// des zu ü berschre i benden Bere iches

uint16 EndM2X u16) // Spal ten−Nr . des unteren rech ten Elementes

// des zu ü berschre i benden Bere iches

30

//∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗

{

uint16 i u16 = 0 ;

uint16 j u16 = 0 ;

35

i f ( ( ( EndM1X u16 − StartM1X u16 ) == (EndM2X u16 − StartM2X u16 ) ) &&

( (EndM1Y u16 − StartM1Y u16 ) == (EndM2Y u16 − StartM2Y u16 ) ) )

{

for ( i u16 = 0 ; i u16 < (EndM1Y u16 − StartM1Y u16 + 1) ; i u16++)

40 for ( j u16 = 0 ; j u16 < (EndM1X u16 − StartM1X u16 + 1) ; j u16++)
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Matrix1 pc32 [ ( StartM1Y u16 + i u16 ) ∗ M1X u16 + StartM1X u16

+ j u16 ]

= Matrix2 pc32 [ ( StartM2Y u16 + i u16 ) ∗ M2X u16 + StartM2X u16

+ j u16 ] ;

}

else

45 ErrorMsgTxt ("ins_part_MatrixC32: Sizes of Matrices do not match!!" ) ;

}

//∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗∗

✡✝ ✆

Hierbei fällt vor allem auf, dass weitaus mehr Parameter an die Funktion übergeben werden

müssen, als an das MatLab-Gegenstück. Speziell die Größen der Matrizen sind stets von

Bedeutung, um die Schleifen korrekt parametrieren zu können.

Fazit:

Die Umsetzung der Eigenwertzerlegung in C stellte erwartungsgemäß kein allzu großes

Problem dar. Da der C-Algorithmus identisch ist mit der MatLab-Version, liefert er auch

exakt die gleichen Ergebnisse. Der einzige Unterschied besteht in der Darstellungsgenau-

igkeit der Floating-Point-Zahlen, da MatLab Double-Precision Floats (64 Bit) verwendet,

während die C-Berechnung lediglich Single-Precision Floats (32Bit) nutzt. In der Praxis

hat dies jedoch keine Auswirkungen.

Anmerkung: Eine Eigenwertzerlegung in Fixed-Point-Arithmetik wurde nicht in C im-

plementiert. Alle Angaben, die in dieser Arbeit zum Thema Fixed-Point gemacht werden,

basieren daher ausschließlich auf Erkenntnissen aus der MatLab-Umgebung.

Erfreulicherweise führte ein Test des C-Algorithmus auf der Zielplattform (MPC 5200) zu

dem Ergebnis, dass die durchgeführte Winkelschätzung auch bei Verwendung der neuen

Berechnungsfunktionen noch ähnlich genaue Resultate erzeugt, wie bei einer Verwendung

der LAPACK-Routinen.

Weniger zufriedenstellende Ergebnisse brachte leider die Messung der benötigten Rechen-

zeiten. Obwohl der Code für die Berechnung sehr viel kompakter ist als die LAPACK-

Bibliotheken (LAPACK: mehrere MB, neuer Algorithmus: ca. 150 kB), konnte keine

Performance-Steigerung erreicht werden. Das Gegenteil ist der Fall: Das neue Programm

benötigt etwa die 40− 50 fache Rechenzeit.

Die Begründung hierfür liegt darin, dass die neue Implementierung direkt
”
am Lehrbuch

entlang“ programmiert wurde. Zwar wurden bereits einige Maßnahmen zur Beschleuni-

gung der Faktorisierung ergriffen, ein realistischer Vergleich mit dem hochgradig optimier-

ten LAPACK-Code ist jedoch zurzeit nicht möglich.

Unter http://www.netlib.org/lapack/lawns/downloads/ steht eine umfangreiche Samm-

lung von Dokumenten zur Verfügung, in denen theoretische Hintergründe zu einigen ma-

thematischen Kunstgriffen der LAPACK-Routinen vorgestellt werden.
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Es ist zwar sicherlich sehr schwierig, einen Algorithmus zu programmieren, der effizienter

arbeitet als der entsprechende LAPACK-Code, allerdings soll an dieser Stelle trotzdem

nicht ausgeschlossen werden, dass dies möglich ist. Nach einer ausführlichen Recherche

in den Quellen zum Thema LAPACK sollte in jedem Fall eine Berechnung zu realisieren

sein, die annähernd die Leistungsfähigkeit der LAPACK-Routinen besitzt.

4.3. Schritt (3): Implementierung in Fixed-Point

Sämtliche Schwierigkeiten, die bei der Programmierung einer Fixed-Point-Eigenwertzerle-

gung in MatLab auftreten, lassen sich auf das Nichtvorhandensein eines Quadratwurzel-

operators in der Fixed-Point-Toolbox zurückführen.

Im Laufe einer Eigenwertzerlegung ist es unumgänglich, zahlreiche Quadratwurzel-Berech-

nungen durchzuführen. Zwar sind im Quellcode nur sehr wenige explizite Wurzelterme

vorhanden, es treten jedoch einige häufig verwendete mathematische Funktionen auf, die

bei genauerer Betrachtung auch auf die Wurzelfunktion zurückzuführen sind.

Dies sind im Einzelnen:

➟ abs(z) → Der Betrag einer komplexen Zahl z ist definiert als

|z| =
√

re(z)2 + im(z)2. (4.7)

➟ norm(v) → Die Norm (=Länge) eines Vektors v = ( x
y ) ist definiert als

|v| =
√
|x|2 + |y|2. (4.8)

Falls v komplexe Elemente enthält, gilt also nach Gleichung 4.7

|v| =
√√

re(x)2 + im(x)2 +
√

re(y)2 + im(y)2. (4.9)

➟ sign(x) → Das Vorzeichen einer Zahl x ist definiert als

sign(x) =
x

|x| . (4.10)

Falls also x ∈ C, gilt

sign(x) =
x√

re(x)2 + im(x)2
. (4.11)
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4.3.1. Ein erster Lösungsansatz

Fixed-Point-Daten werden unter MatLab in Form von sogenannten
”
fi“-Objekten darge-

stellt. Leider bietet MatLab keine vorgefertigte Lösung an, um die Quadratwurzel einer

Fixed-Point-Zahl zu bestimmen. Der Aufruf

sqrt(fi(25))

führt zu einer Fehlermeldung:

??? Function ’sqrt’ is not defined for values of class

’embedded.fi’.

Da die Wurzelfunktion offensichtlich für fi-Objekte nicht definiert ist, kann die gewünsch-

te Berechnung nur indirekt über einen Zugriff auf die ‘double’-Memberfunktion des fi-

Objektes erfolgen [Mat04].

Der folgende Programmcode berechnet die Wurzel aus dem fi-Objekt x = 25 und speichert

sie im fi-Objekt y:

x = fi(25);

y = fi(sqrt(double(x)));

Was auf den ersten Blick wie eine simple und auch korrekte Workaround-Lösung wirkt,

ist bei genauerer Betrachtung für die gegebene Problemstellung leider völlig ungeeignet.

Als Ziel dieses Projektes ist es vorgesehen, einen Berechnungs-Algorithmus zu entwer-

fen, der in naher Zukunft auf einer komplett fixed-point-orientierten Hardwareplattform

funktionsfähig ist. Deshalb soll bereits die Simulation in MatLab (soweit möglich) auf

floating-point-Operationen verzichten.

Der Befehl

y = fi(sqrt(double(x)))

bewirkt allerdings Folgendes:

1. Das fi-Objekt x wird in eine floating-point-Variable mit gleichem Wert konvertiert.

2. Die Wurzel der floating-point-Variable wird (ebenfalls nun mit Fließkommagenauig-

keit!) berechnet,

3. wieder in eine fixed-point-Variable umgewandelt und schließlich

4. in y gespeichert.
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In letzter Konsequenz bedeutet dies, dass die Operation mit einer höheren Genauigkeit

ausgeführt wird, als dies auf der Zielplattform möglich sein wird. Also wird die Simulation

unrealistisch.

Um diese gravierende Verfälschung des Ergebnisses zu vermeiden, ist es nötig, eine grund-

legend neue Wurzelfunktion zu implementieren, die vollständig auf Ganzzahl- bzw. auf

Festkomma-Arithmetik basiert.

4.3.2. Der ‘Fixed-Point Square-Root’-Algorithmus

Eine sehr gute Lösung für dieses Problem liefert Ken Turkowski in seinem Paper ‘Fixed

Point Square Root’ [Tur94].

Dort wird ein Verfahren beschrieben, das als ‘binary restoring square root extraction’ be-

zeichnet wird. Es beruht auf einer Methode zur schriftlichen Wurzelberechnung, die in der

Zeit vor der Einführung des Taschenrechners sehr weit verbreitet war (long hand division).

Da der Wurzelalgorithmus von elementarer Wichtigkeit für die Berechnung der Eigenwert-

zerlegung ist, soll seine Funktionsweise im Folgenden einmal näher betrachtet werden.

Einige vorbereitende Überlegungen

Vor der Erläuterung der konkreten Funktionsweise des long-hand-division-Algorithmus

soll an dieser Stelle jedoch zunächst einmal eine Betrachtung zweier vorteilhafter Eigen-

schaften von Quadraten erfolgen, die die Berechnung erleichtern bzw. prinzipiell erst

ermöglichen.

1. Bereits vor der Berechnung der Quadratwurzel einer Zahl steht fest, wie viele Vor-

kommastellen das Ergebnis haben wird.

Für y =
√

x gilt: Falls x 2n Integer-Stellen hat (also eine gerade Anzahl), hat y

genau n (also die Hälfte) Integer-Stellen.

Hat x dagegen 2n − 1 Integer-Stellen (ungerade Anzahl), dann hat y trotzdem n

Integer-Stellen.

Einige Beispiele:

x = 9 (1 Stelle) → y = 3 (1 Stelle)

x = 36 (2 Stelle) → y = 6 (1 Stelle)

x = 441 (3 Stelle) → y = 21 (2 Stelle)

x = 3249 (4 Stelle) → y = 57 (2 Stelle)
... → ...
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Abbildung 4.4.: Die Quadrate einiger benachbarter Zahlen aus N

2. Bei der geometrischen Untersuchung eines Quadrates wird deutlich, dass für jede

Zahl x = y2 gilt:

x = (y − 1)2 + 2 · (y − 1) + 1 (→ binomische Formel).

So ist 172 = 289 = 162 + 2 · 16 + 1 = 256 + 32 + 1.

182 ist wiederum 324 = 172 + 2 · 17 + 1 = 289 + 34 + 1.

etc.

Jedes Quadrat x einer Zahl y ∈ N ist also immer um 2 · (y− 1) + 1 = 2 · y− 1 größer

als das Quadrat der nächst kleineren Zahl (y − 1) ∈ N und um 2 · y + 1 kleiner als

das Quadrat der nächst größeren Zahl (y + 1) ∈ N.

long hand division: Erklärung der Funktionsweise anhand eines Beispiels

Als Beispiel soll einmal die Wurzel y aus der Zahl x = 288 369 berechnet werden.

Das Verhältnis von x zu y kann bekanntlich folgendermaßen dargestellt werden:

Abbildung 4.5.: y =
√

288 369
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Aus Überlegung (1) folgt, dass die Wurzel der sechsstelligen Zahl x genau 6/2 = 3 Stellen

hat. Also kann das Quadrat aus Abbildung 4.5 wie folgt in sieben Bereiche unterteilt

werden [Bla04]:

Abbildung 4.6.: Aufteilung eines Quadrates in Zehnerpotenzenbereiche

Auf der Suche nach der Wurzel aus x ist es zunächst einmal sinnvoll, zu prüfen, welches

größte Hunderterquadrat (a · 100)2 in die Fläche A = x passt:

Abbildung 4.7.: Berechnung des Hunderterbereichs (102)

a = 1 → 1002 = 10 000

a = 2 → 2002 = 40 000

a = 3 → 3002 = 90 000

a = 4 → 4002 = 160 000

a = 5 → 5002 = 250 000

a = 6 → 6002 = 360 000 [zu groß]

Folglich ist a = 5 zu wählen.
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Im zweiten Schritt ist jetzt die Zehnerstelle der Wurzel zu bestimmen.

(a · 100)2 wird von x subtrahiert, um die Größe der Restfläche zu erhalten:

288 369− 250 000 = 38 369

Die Fläche des Zehnerkorridors berechnet sich nun übereinstimmend mit Überlegung (2)

nach der Formel

2 · ((a · 100) · (b · 10)) + (b · 10)2 = (b · 10) · (2 · 500 + (b · 10))

Wieder wird die größte mögliche Fläche < 38 369 Einheiten berechnet:

Abbildung 4.8.: Berechnung des Zehnerbereichs (101)

b = 1 → 10 · 1010 = 10 100

b = 2 → 20 · 1020 = 20 400

b = 3 → 30 · 1030 = 30 900

b = 4 → 40 · 1040 = 41 600 [zu groß]

Daraus folgt: b = 3.

Abbildung 4.9.: Berechnung des Einerbereichs (100)
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Im dritten und letzten Schritt soll noch die Einerstelle von y ermittelt werden. Die restliche

Fläche hat nun noch eine Größe von 38 369 − 30 900 = 7469. Der Einerkorridor hat die

Fläche

2 · ((a · 100 + b · 10) · c) + c2 = c · (2 · (500 + 30) + c)

c = 1 → 1 · 1061 = 1061

c = 2 → 2 · 1062 = 2124

c = 3 → 3 · 1063 = 3189

c = 4 → 4 · 1064 = 4256

c = 5 → 5 · 1065 = 5325

c = 6 → 6 · 1066 = 6396

c = 7 → 7 · 1067 = 7469 [= Rest]

c ist also gleich 7, und damit ist die Berechnung abgeschlossen.

Abbildung 4.10.: Das Endergebnis: Alle Bereiche sind berechnet

Ergebnis:
√

288 369 = a · 100 + b · 10 · c = 500 + 30 + 7 = 537.

Es ist natürlich auch möglich, das Ergebnis schriftlich als Ganzes zu ermitteln [Bla04]:

5 3 7

500* 500) sqrt(28 83 69)

- 25 00 00

30*1030) 3 83 69

- 3 09 00

7*1067) 74 69

- 74 69

0
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Vereinfacht kann auch geschrieben werden:

5 3 7

5) sqrt(28 83 69)

- 25

103) 3 83

- 3 09

1067) 74 69

- 74 69

0

Wurzeln mit (theoretisch) unendlich vielen Nachkommastellen können berechnet werden,

indem weitere Paare von Nullen an den jeweiligen Rest einer Iteration angehängt werden.

1. 0 9 5 4

1) sqrt(1. 2)

- 1

20) 0 20

- 0

209) 20 00

- 18 81

2185) 1 19 00

- 1 09 25

21904) 9 75 00

- 8 76 16

98 84 00
...

Implementierung in MatLab

Nachdem nun klar sein sollte, wie die Berechnung grundsätzlich abläuft, besteht der nächs-

te logische Schritt nun darin, den Algorithmus als Programmfunktion (C++ / MatLab)

zu implementieren.

Obwohl eine Implementierung in der beschriebenen Form ohne Probleme möglich wäre,

hätte der erzeugte Code dennoch einige Defizite bzgl. Effizienz und Geschwindigkeit. Vor

allem das sequentielle Testen von verschiedenen Werten für a, b, c etc. würde unnötig viel

Rechenzeit in Anspruch nehmen.

Eine effektive Möglichkeit zur Optimierung des Verfahrens besteht in einer Konvertierung

des Algorithmus vom dezimalen in das binäre Zahlensystem. Die in Abbildung 4.6 für das
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Dezimalsystem dargestellte Aufteilung des Quadrates sieht im Binärsystem folgenderma-

ßen aus:

Abbildung 4.11.: Aufteilung eines Quadrates in Zweierpotenzenbereiche

Bei der Ermittlung der Wurzel bilden dann logischerweise nicht mehr Zehner- sondern

Zweierpotenzen die Basis für die Berechnung.

Als einfaches Beispiel wird hier die Wurzel aus 49 =̂ 110001bin bestimmt:

1 1 1

1) sqrt(11 00 01)

- 1

101) 10 00

- 1 01

1101) 11 01

- 11 01

0

Der große Vorteil besteht darin, dass pro Iterationsschritt nicht mehr bis zu neun Fälle,

sondern nur noch ein einziger Fall geprüft werden muss. a, b, c etc. können ausschließlich

die Werte
’
0’ und

’
1’ annehmen. Mit anderen Worten: Es ist nicht mehr nötig, zu bestim-

men, wie breit ein Korridor ist, sondern nur, ob er überhaupt vorhanden ist (→ eine
’
1’

wird an die Wurzel angehängt) oder nicht (→ eine
’
0’ wird angehängt). Dieses vereinfacht

die Berechnung erheblich.

Außerdem ist es nun möglich, die Berechnung mit einem Minimum an elementaren logi-

schen und arithmetischen Befehlen zu realisieren. Sämtliche Multiplikationen/Divisionen

können als Schiebe-Operationen realisiert werden.
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4.3.3. Berechnung von Quadratwurzeln aus komplexen Größen

Der Wurzelalgorithmus ist nun sehr effizient und liefert gute Ergebnisse. Leider fehlt ihm

jedoch noch eine wichtige Fähigkeit im Hinblick auf die Berechnung von Eigenwerten: Das

Radizieren komplexer Größen.

Um die Wurzel aus einer komplexen Zahl z zu berechnen, sind die folgenden Schritte

nötig:

1. Falls komplexe Zahl in kartesischer Form vorliegt → Umrechnung in Polarform

kartesisch −→ polar: r =
√

(real(z))2 + (imag(z))2 (→ Argument)

ϕ = arctan imag(z)
real(z)

2. Betrag der Polarform radizieren, Winkel halbieren

3. Falls benötigt, erneute Umrechnung in kartesische Form

polar −→ kartesisch: real(z) = r · cos ϕ

imag(z) = r · sin ϕ

Beispiel z = 3 + 4i:

1. z = 3 + 4i = r · eiϕ = 5 · e0.927i

2.
√

z =
√

r · e iϕ
2 =

√
5 · e 0.927i

2 = 2.236 · e0.464i

3.
√

z = real(z) + i · imag(z) = 2 + i

In diesem Beispiel werden sofort zwei neue Probleme deutlich:

1. Bei der Berechnung einer komplexen Wurzel entstehen weitere reelle Wurzelterme.

2. Für die Umrechnungen zwischen den beiden komplexen Darstellungsformen werden

einige trigonometrische Funktionen benötigt.

Das erste Problem lässt sich relativ einfach lösen, indem zwei seperate Funktionen für

reelle und komplexe Wurzeln implementiert werden, wobei dann die komplexe Funktion

bei Bedarf die Funktionalität der reellen Funktion nutzen kann.

Eine andere Möglichkeit besteht in der Verwendung einer rekursiven Funktion mit zwei

getrennten Pfaden für reell und komplex. Der mögliche Ablauf dieser Funktion ist im

Ablaufdiagramm in Abbildung 4.12 veranschaulicht.
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Abbildung 4.12.: Ablaufplan der rekursiven Wurzelfunktion

Die dargestellte Abfolge wurde ein wenig vereinfacht, um die Übersicht und damit die

Verständlichkeit des Prinzips zu verbessern. Im realen Programm finden zwei Rekursionen

bei der Berechnung einer komplexen Wurzel statt, da für die Bestimmung von |z| eine

weitere reelle Wurzelberechnung nötig ist.
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Das zweite Problem bzgl. der trigonometrischen Funktionen kann sehr elegant durch den

Einsatz des CORDIC-Algorithmus gelöst werden, der im nun folgenden Kapitel einmal

vorgestellt werden soll.

4.3.4. Der CORDIC-Algorithmus

Der Begriff
”
CORDIC“ steht für

”
COordinate Rotation DIgital Computer“. Dieser Aus-

druck bezeichnet einen sehr vielseitigen Algorithmus, dessen Berechnungsmethode auf der

Rotation eines dreidimensionalen Vektors basiert. Speziell für die Umrechnungen zwischen

kartesischen und polaren Darstellungen komplexer Zahlen ist der Algorithmus prädesti-

niert, da Berechnungen von sinx, cos x, arctanx und arg(x) (Argument) zur Grundfunk-

tionalität gehören. CORDIC ist jedoch nicht auf diese Funktionen beschränkt, sondern es

können außerdem – je nach Bedarf – die folgenden Funktionen berechnet werden:

➟ weitere trigonometrische Berechnungen: tan x, arcsin x

➟ Hyperbel-Funktionen: sinhx, cosh x, tanhx, arctanhx

➟ Logarithmus-Funktionen: ex, lnx

➟ Wurzelberechnungen:
√

x

Diese gesamte Vielfalt an mathematischen Funktionen wird durch die Verwendung eines

sehr simplen Kernalgorithmus realisiert, der – abhängig vom gewünschten Ergebnis – in

sechs unterschiedlichen Modi betrieben werden kann (siehe Abbildung 4.13).

Abbildung 4.13.: Betriebsmodi des CORDIC-Algorithmus (Übersicht)
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Auf der einen Seite gibt es die Rotations-Modi (rotation modes) und auf der anderen

Seite die Vektor-Modi (vectoring modes) [And98].

Im Vektor-Modus existiert ein stationäres Koordinatensystem, in dem sich ein Vektor

befindet, der durch arithmetische Operationen rotiert wird (siehe Abbildung 4.14(a)).

Durch eine geringe Änderung des Algorithmus kann erreicht werden, dass der Vektor

stationär wird und das Koordinatensystem um den Vektor rotiert wird. Dieser Fall wird

dann als Rotations-Modus bezeichnet (siehe Abbildung 4.14(b)).

(a) Vectoring Mode (b) Rotation Mode

Abbildung 4.14.: Betriebsmodi des CORDIC-Algorithmus (1)

Beide Modi können erneut aufgeteilt werden in jeweils einen linearen (Abbildung 4.15(a)),

einen trigonometrischen (Abbildung 4.15(b)) und einen hyperbolischen (Abbildung

4.15(c)) Modus. Der trigonometrische Modus wird in der Fachliteratur oft auch als zir-

kulärer Modus bezeichnet.

(a) Linear (b) Trigonometrisch (c) Hyperbolisch

Abbildung 4.15.: Betriebsmodi des CORDIC-Algorithmus (2)
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Das Verfahren funktioniert grundsätzlich folgendermaßen:

Als erstes wird ein Startvektor v0 definert, dessen Elemente an den gewünschten Betriebs-

modus anzupassen sind. Dieser Vektor hat stets die Form

v0 =




x0

y0

z0



 .

Nachdem nun einer der sechs Betriebsmodi ausgewählt wurde, folgt ein iteratives Verfah-

ren, dessen Ziel es ist, eine bestimmte Dimension des Vektors (entweder Y oder Z) gegen

Null zu rotieren. Wie bereits beim QR-Algorithmus (siehe Kapitel 3.2) konvergiert der

betroffene Wert zwar gegen Null, jedoch erreicht er die Null (theoretisch) erst nach einer

unendlich großen Anzahl von Iterationsschritten.

v0 =




x0

y0

z0



 −→ v1 =




x1

y1

z1



 −→ . . . −→ vi =




xi

yi

zi



 −→ . . . −→ v∞ =




x∞
y∞
z∞





In der Praxis bricht die Berechnung nach einer vorher definierten Anzahl von Iterationen

ab, und das Ergebnis kann (mit ausreichender Genauigkeit) aus einer der Vektorkomponen-

ten abgelesen werden. Einige Modi berechnen gleich zwei nutzbare Ergebnisse simultan,

wie es z.B. bei Sinus und Kosinus der Fall ist.

Die Berechnungen zur Transformation der einzelnen Vektorkomponenten, die in jedem Ite-

rationsschritt stattfinden, sind in den beiden untenstehenden Tabellen dargestellt [And98]:

xi+1 = xi − di · yi · 2−i

yi+1 = yi + di · xi · 2−i

zi+1 = zi − di · arctan(2−i)

Tabelle 4.2.: Iterationsschritte für trigonometrische Funktionen

xi+1 = xi + di · yi · 2−i

yi+1 = yi + di · xi · 2−i

zi+1 = zi − di · arctanh(2−i)

Tabelle 4.3.: Iterationsschritte für hyperbolische Funktionen
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Der Faktor di kann ausschließlich die Werte +1 und −1 annehmen und legt somit fest, in

welche Richtungen die einzelnen Dimensionen des Vektors rotiert werden. di ist von den

Werten einzelner Vektorelemente abhängig:

rotation mode vectoring mode

yi < 0 −→ di = +1 zi < 0 −→ di = −1
yi ≥ 0 −→ di = −1 zi ≥ 0 −→ di = +1

Tabelle 4.4.: Berechnung des Faktors di

Abhängig vom gewählten Verfahren tritt das Problem auf, dass der Vektor v durch die

einzelnen durchgeführten Rotationen (→ Mikrorotationen) seinen Betrag ändert und ent-

weder länger (→ trigonometrische Funktion) oder kürzer (→ hyperbolische Funktion) wird

(siehe Abbildung 4.16).

Abbildung 4.16.: Längenänderung des Vektors durch Mikrorotationen

Daher müssen die Ergebnisse gegebenenfalls durch eine Korrektur-Konstante dividiert

werden, die selbst wieder von der Anzahl der absolvierten Iterationsschritte abhängt und

erst nach ca. 15 Schritten einen praktisch konstanten Wert annimmt:

Ktrig =

n∏

i=0

√
1 + 2−2i = 1.646760258121 . . .

Khyp =

n∏

i=1,2,3,4,4,5,...

√
1− 2−2i = 0.828159360960 . . .
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Da für die Eigenwertzerlegung (wie bereits erwähnt) nur die Funktionen sin, cos, arctan,

Argument und Quadratwurzel benötigt werden, erfolgt an dieser Stelle eine Vorstellung

ausschließlich eben dieser Funktionen. Die Theorie zu den übrigen Funktionen kann bei

besonderem Interesse in [And98] nachgelesen werden.

Bei allen CORDIC-Berechnungen gilt es zu beachten:

➟ Die Eingangswerte müssen Modus-spezifisch zwischen bestimmten Grenzen liegen,

damit der Algorithmus konvergiert.

➟ Die Anzahl und Abfolge der durchzuführenden Iterationsschritte ist von Modus zu

Modus unterschiedlich:

• linear: −1, 0, 1, 2, 3, etc.

• trigonometrisch: 0, 1, 2, 3, etc.

• hyperbolisch: 1, 2, 3, 4, 4, 5, 6, etc.; Schritte 4, 13, 40, . . ., k, 3k + 1

werden wiederholt, um das Kon-

vergenzverhalten zu verbessern

➟ Die benötigten Werte für arctan und arctanh können komplett im voraus berechnet

(pre-computed) und in einer Look-Up-Tabelle gespeichert werden. Dies ist ein großer

Vorteil, da es im Allgemeinen nicht möglich ist, sie während des CORDIC-Durchlaufs

dynamisch zu bestimmen. Die Tabelle muss wenigstens so viele Einträge enthalten

wie Iterationsschritte ausgeführt werden.

➟ Auch die Korrekturkonstanten Ktrig und Khyp können für die benötigten Wortlän-

gen in einer Tabelle festgehalten werden. Dadurch reduziert sich die Anzahl der

CORDIC-Durchläufe um die Hälfte (siehe hierzu auch Abbildung 4.17).

➟ Alle trigonometrischen Berechnungen basieren auf dem Bogenmaß.

Im folgenden Teil sind jeweils die Eingangsvektoren und die Ergebnisvektoren für die

wesentlichen Verfahren beschrieben.

➟ sin ϕ/cos ϕ −→ Rotation trigonometrisch

Startvektor Ergebnisvektor

x0 = 1
y0 = 0
z0 = ϕ

x∞ = Ktrig · (x0 · cos z0 − y0 · sin z0)
y∞ = Ktrig · (y0 · cos z0 + x0 · sin z0)
z∞ = 0

Tabelle 4.5.: rotation mode – trigonometrisch
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4.3. Schritt (3): Implementierung in Fixed-Point

➟ arctan ( x
z ) / ‖ ( x

z ) ‖ −→ Vektor trigonometrisch

Startvektor Ergebnisvektor

x0 = x
y0 = z
z0 = 0

x∞ = Ktrig ·
√

x2
0 + y2

0

y∞ = 0
z∞ = z0 + arctan y0

x0

Tabelle 4.6.: vectoring mode – trigonometrisch

➟ Quadratwurzel
√

α −→ Vektor hyperbolisch

Startvektor Ergebnisvektor

x0 = α + 1
4

y0 = α− 1
4

z0 = 0

x∞ = Khyp ·
√

x2
0 − y2

0

y∞ = 0
z∞ = z0 + arctanh y0

x0

Tabelle 4.7.: vectoring mode – hyperbolisch

Für den gesamten Algorithmus sind nur drei Arten von Befehlen notwendig:

1. Addition/Subtraktion

2. Bitweises Verschieben

3. Nachschlagen in einer Look-Up-Tabelle

Da auf jede Art von komplexen arithmetischen Operationen verzichtet wird, kann der

CORDIC-Algorithmus sehr einfach in einer Fixed-Point-/Integer-Umgebung implemen-

tiert werden. Auch die Integration in eine relativ schnelle Hardware bei gleichzeitig gerin-

ger Anzahl benötigter Logik-Bausteine ist problemlos möglich.

An diesem Punkt stellt sich nun zwangsläufig die Frage, ob der ‘Fixed-Point Square-Root’-

Algorithmus überhaupt noch benötigt wird. Schließlich kann eine Quadratwurzelberech-

nung auch mit dem CORDIC ausgeführt werden.

Um eine objektive Beurteilung der Vor- und Nachteile beider Verfahren vornehmen zu

können, zeigt der folgende Abschnitt dieses Kapitels einige Zahlen und Fakten zu beiden

Verfahren, die auf praktisch durchgeführten Tests in MatLab beruhen.

4.3.5. Vergleich der beiden Wurzelalgorithmen

Um die Leistungsfähigkeit der beiden Wurzelalgorithmen beurteilen zu können, wurden

zwei Tests durchgeführt.
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Der erste Test soll die Rechengenauigkeit der beiden Verfahren prüfen. Fünf Zahlen,

die sich jeweils um den Faktor 100 oder 1000 voneinander unterscheiden wurden in fünf

verschiedenen Fixed-Point-Zahlenformaten codiert und anschließend radiziert. Die Abwei-

chungen vom Referenzwert (Berechnung in 64 Bit Floating-Point) sind jeweils als absolute

und relative Fehler in der folgenden Tabelle festgehalten:

Algorithmus
Fixed-Point Square-Root CORDIC

Radikand Format fabs frel fabs frel

12345

s 16, 8 ✘
∗

✘
∗

✘
∗

✘
∗

s 32, 16 8.02818e–6 7.22556e–8 7.23060e–6 6.50771e–8
s 32, 24 ✘

∗
✘
∗

✘
∗

✘
∗

s 48, 32 1.88350e–10 1.69531e–12 4.44799e–11 4.00346e–13
s 48, 40 ✘

∗
✘
∗

✘
∗

✘
∗

12.345

s 16, 8 0.00182646 5.20106e–4 0.00182646 5.20106e–4
s 32, 16 1.06722e–5 3.03746e–6 4.58653e–6 1.30538e–6
s 32, 24 3.02232e–9 8.60191e–10 3.02232e–9 8.60191e–10
s 48, 32 2.28352e–10 6.49922e–11 4.47775e–12 1.27442e–12
s 48, 40 6.97220e–14 1.97619e–14 6.97220e–14 1.97619e–14

0.12345

s 16, 8 2.07978e–4 5.91582e–4 0.00411422 0.01157409
s 32, 16 2.09036e–5 5.94980e–5 5.64486e–6 1.60662e–5
s 32, 24 4.20254e–8 1.19609e–7 4.20254e–8 1.19609e–7
s 48, 32 1.15967e–10 3.30058e–10 1.16863e–10 3.32607e–10
s 48, 40 4.61741e–13 1.31428e–12 4.47752e–13 1.27431e–12

0.00012345

s 16, 8 ✘
∗

✘
∗

✘
∗

✘
∗

s 32, 16 6.34422e–5 0.00574 6.34422e–5 0.00574
s 32, 24 4.40160e–7 3.96171e–5 3.80555e–7 3.42521e–5
s 48, 32 2.91613e–9 2.62459e–7 2.91613e–9 2.62459e–7
s 48, 40 1.88009e–11 1.69213e–9 1.88009e–11 1.69213e–9

0.00000012345

s 16, 8 ✘
∗

✘
∗

✘
∗

✘
∗

s 32, 16 ✘
∗

✘
∗

✘
∗

✘
∗

s 32, 24 6.12441e–6 0.01774 6.06481e–6 0.01756
s 48, 32 7.08225e–8 2.01610e–4 7.08225e–8 2.01610e–4
s 48, 40 3.74523e–10 1.06593e–6 3.74523e–10 1.06593e–6

∗
✘ ⇒ technisch unmöglich

Tabelle 4.8.: Genauigkeitsvergleich der Quadratwurzel-Algorithmen

Anmerkung: Einige der Messungen waren technisch nicht möglich, da sich der zu tes-

tende Radikand nicht in dem vorgesehenen Zahlenformat darstellen ließ. So ist z.B. das

Format s 16,8 (=̂ 1 Vorzeichen-Bit, 7 Integer-Bits und 8 Fraction-Bits) nicht geeignet zur

Speicherung der Zahl 12345.
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Vom Blickwinkel der Rechengenauigkeit betrachtet macht es keinen großen Unterschied,

welches der beiden Verfahren zur Wurzelberechnung eingesetzt wird. Der CORDIC-

Algorithmus hat hier zwar leichte Vorteile, insgesamt gesehen sind die Abweichungen vom

Referenzwert aber in allen Fällen akzeptabel.

Zur Kontrolle der benötigten Rechenzeit für das Radizieren einer reellen Zahl wurde eine

Zeitmessung mit dem Profiler aus der MatLab-Umgebung durchgeführt:

Abbildung 4.17.: Performancevergleich der Quadratwurzelalgorithmen

Bei der Geschwindigkeit der Berechnung ist der ‘Fixed-Point Square-Root’-Algorithmus

deutlich besser als der CORDIC. Selbst mit der optimierten Variante (mit statischer Kor-

rekturkonstante Khyp) des CORDIC dauert die Berechnung noch ca. 100% länger als bei

‘Fixed-Point Square-Root’.

Fazit:

Da ein MatLab-Durchlauf des Algorithmus für die Eigenwertzerlegung in Fixed-Point oh-

nehin schon sehr lange dauert, ist es sinnvoll, die Wurzelberechnung mit der besten Per-

formance (‘Fixed-Point Square-Root’) zu verwenden.

Eine Verwendung des CORDIC wäre denkbar, sobald die Berechnung der Eigenwertzer-

legung in Hardware implementiert wird. Da die CORDIC-Funktionalität ohnehin für die

trigonometrischen Funktionen benötigt wird, würde es sich aus Platzgründen anbieten, den

CORDIC auch für die Wurzelfunktion zu verwenden. Außerdem lassen sich die MatLab-

Zeitmessungen nicht verallgemeinern: Möglicherweise ist ein CORDIC-Durchlauf in Hard-

ware ebenso schnell wie eine Ausführung des ‘Fixed-Point Square-Root’-Algorithmus.
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5. Bewertung des Algorithmus

Nach der Implementierung eines Algorithmus zur Durchführung von Eigenwertzerlegun-

gen in der Fixed-Point-Umgebung von MatLab, bestand ein weiterer Aufgabenschwer-

punkt dieser Arbeit darin, den Algorithmus einer umfangreichen Testreihe zu unterziehen.

Das Ziel dieser Tests sollte es sein, konkrete Aussagen bzgl. der numerischen Stabilität

und der Rechen-Performance zu erhalten und somit eine fundierte Abschätzung machen

zu können, ob eine Eigenwertzerlegung von Korrelationsmatrizen in Fixed-Point generell

praktikabel ist.

Dieses Kapitel besteht aus zwei Abschnitten:

Im ersten Teil sollen die beiden Begriffe Stabilität und Performance sowie ihre Bedeutung

bei der Entwicklung von Algorithmen einmal etwas genauer betrachtet werden. Zu die-

sem Zweck werden mehrere Problemfälle – sowohl allgemeiner Natur als auch spezifisch

im Hinblick auf die Eigenwertzerlegung (in Fixed-Point) – dargestellt und einige Lösungs-

ansätze und Verbesserungsmöglichkeiten diskutiert.

Der zweite Teil beschäftigt sich anschließend mit den praktisch durchgeführten Tests.

Nach einer kurzen Auflistung der Testfälle erfolgt zunächst eine schriftliche Zusammen-

fassung der Ergebnisse und der zu erkennenden Trends. Schließlich können dann noch die

einzelnen unterschiedlich parametrierten Testabläufe anhand einiger Ergebnisdiagramme

nachvollzogen werden.

5.1. Hintergrund: Qualität eines Algorithmus

Bei der Programmierung eines mathematischen Algorithmus gibt es immer zwei grundle-

gende Aspekte, die berücksichtigt werden müssen:

1. Die durchgeführte Berechnung muss für alle denkbaren Kombinationen von Ein-

gangswerten mit maximaler Zuverlässigkeit korrekte Resultate liefern. Solange sich

Situationen finden lassen, in denen der Algorithmus versagt (fehlerhafte Ergebnisse

oder sogar kompletter Abbruch der Berechnung), ist er für den praktischen Einsatz

nicht geeignet.

⇒ Die Berechnung muss numerisch stabil sein.
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2. Das Ergebnis muss nach einer sinnvollen Zeit vorliegen. Speziell bei sicherheitskriti-

schen Einsatzgebieten muss garantiert werden können, dass die Berechnung zu einem

festgelegten Zeitpunkt abgeschlossen ist. Auch die Effizienz des Algorithmus spielt

also eine wichtige Rolle.

⇒ Die Berechnung muss eine möglichst gute Performance besitzen.

In den meisten Fällen sind numerische Stabilität und Performance umgekehrt proportional

zueinander: Eine Erhöhung der Rechengenauigkeit kommt meistens der Stabilität zugu-

te, jedoch wird dadurch die Ausführungsgeschwindigkeit gesenkt. Auf der anderen Seite

führt eine Programmbeschleunigung durch Verringerung der Präzision meistens zu einer

Verschlechterung der Stabilität.

In der Regel sollte die Stabilität Vorrang gegenüber der Performance haben.

5.1.1. Numerische Stabilität

Numerische Stabilität ist keine Eigenschaft eines bestimmten mathematischen Problems,

sondern eine Eigenschaft des Algorithmus, der die Lösung des Problems implementiert

[Sch04]. Wenn also folglich ein Algorithmus numerisch instabil ist, bedeutet dies nicht

zwangsläufig, dass es unmöglich ist, ihn so zu modifizieren, dass er numerisch stabil oder

zumindest stabiler wird.

Gerade die ersten Schritte im Ablauf einer Berechnung müssen sehr präzise arbeiten, da

selbst geringste Ungenauigkeiten am Anfang zu großen Instabilitäten am Ende führen

können (→ Fehlerfortpflanzung).

Für eine Optimierung der Stabilität ist eine möglichst große Anzahl von Testdurchläufen

der Berechnung mit Protokollierung und anschließender Analyse der Fehlerfälle nötig.

Ein kurzes Beispiel:

Es werden 10 000 Matrixfaktorisierungen von zufällig generierten Matrizen durchgeführt.

In 9000 Fällen war das Ergebnis in Ordnung, und in den übrigen 1000 Fällen ergab sich

eine inakzeptable Abweichung vom erwarteten Resultat. Jetzt gilt es, die 1000 proble-

matischen Eingangsmatrizen zu untersuchen, um eine Eigenschaft A zu finden, die diese

1000 Matrizen von den anderen unterscheidet. Nachdem diese Eigenschaft entdeckt wur-

de, muss der Algorithmus angepasst werden, sodass zukünftig auch alle Matrizen mit der

Eigenschaft A ordnungsgemäß faktorisiert werden.

Nun folgt der zweite Testlauf. Von 10 000 Berechnungen sind nun 9900 in Ordnung, aber

100 Matrizen bereiten weiterhin Schwierigkeiten. Anscheinend haben diese Matrizen eine

weitere problematische Eigenschaft B , die noch nicht als Sonderfall im Programm-Code

abgefangen wurde. Es folgt also eine erneute Analysephase, die am Ende dazu führt, dass

auch Matrizen mit Eigenschaft B keine weiteren Probleme mehr bereiten.
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Nach dem gleichen Prinzip wird weiter verfahren, bis im Optimalfall 100 % aller getesteten

Matrizen korrekt faktorisiert werden. Je geringer allerdings die Menge der Fehlermatrizen

ausfällt, desto schwieriger kann es unter Umständen werden, die Problemeigenschaft zu

ermitteln.

Bedeutend einfacher gestaltet sich der gesamte Prozeß selbstverständlich, wenn einige bzw.

sogar alle möglichen Fehlerquellen bereits von Anfang an bekannt sind. Dies ist jedoch

leider selten der Fall. Auch im Rahmen dieser Arbeit mussten zahlreiche Testreihen durch-

geführt werden, um die numerische Stabilität der Eigenwertzerlegung zu verbessern.

eps: Die kleinste darstellbare Zahl

Jedes Zahlen-Format auf elektronischen Rechnern ist in seiner maximal erreichbaren Dar-

stellungsgenauigkeit limitiert. Es existiert stets ein kleinster darstellbarer Wert, der für

gewöhnlich als eps bezeichnet wird.

Bei Integer- und Fixed-Point-Formaten ist eps ein absoluter Wert.

➟ Der kleinste darstellbare Integer-Wert ungleich Null hat immer den Betrag
”
1“, da

dies die kleinste ganze Zahl ist.

➟ Der kleinste darstellbare Wert eines Fixed-Point-Formats hat immer den Betrag

epsfixed = 2−fractionlength, (5.1)

was z.B. bei 16 fraction-Bits der Zahl 2−16 = 1.525879 · 10−5 entspricht.

Bei floating-point-Zahlen, die im IEEE754-Format codiert sind, ist eps ein relativer

Wert, der sich – der Charakteristik entsprechend – dynamisch ändern kann (siehe Ka-

pitel 2.3.1).

epsfloat = 2Exponent · 2−Anzahl Mantisse-Bits = 2(Exponent−Anzahl Mantisse-Bits) (5.2)

Beispiel:

Für einen Floating-Point-Wert mit einfacher Genauigkeit (→ 23 Mantisse-Bits) und einem

Exponenten von Null ist eps = 20 · 2−23 = 2−23 = 1.192093 · 10−7.

Ein Double-Precision-Wert (→ 52 Mantisse-Bits) mit einem Exponenten von 50 hat einen

eps-Wert von 250 · 2−52 = 2−2 = 0.25.
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Over- und Underflows

Aus der Tatsache, dass niemals eine unendliche Wertegenauigkeit vorliegen kann, folgt

das Problem der Over-/Underflows und Rundungsfehler. Diese Begriffe beschreiben

Situationen, die eintreten, wenn ein Wert bei einer Berechnung den darstellbaren Bereich

verlässt.

➟ Bei einem Overflow ist eine Zahl zu groß für den Bereich.

Beispiel: Der Wert 100 000 kann nicht in einem unsigned 16 Bit-Integer gespeichert

werden, da dessen Bereich auf 216 − 1 = 65 535 begrenzt ist.

MatLab bietet zwei Möglichkeiten an, um diesen Fall zu behandeln:

1. saturate: die Variable wird auf den größten möglichen Wert gesetzt (100 000→
65 535).

2. wrap: die Variable wird auf (Zahl modulo (größter möglicher Wert + 1))

gesetzt (100 000→ 100 000 mod 65 536 = 34 464).

In beiden Fällen gehen Informationen verloren!

➟ Bei einem Underflow wird die Genauigkeit einer Zahl beeinträchtigt.

Beispiel: Soll die Zahl 2.5 in einem Integer gespeichert werden, dann muss der Wert

entweder auf 2 abgerundet oder auf 3 aufgerundet werden, da keine fraction-Bits

vorhanden sind (MatLab kennt fünf verschiedene Rundungsfunktionen) → Informa-

tionsverlust!

Um die numerische Stabilität eines Algorithmus gewährleisten zu können, ist

es unbedingt notwendig, sämtliche Problemstellen im Programm, die anfällig

für Over-/Underflows bzw. Rundungsfehler sind, zu lokalisieren und zu kor-

rigieren.

Beispiel 1: In einem Fixed-Point-Zahlenformat (unsigned) mit einer Wortlänge von 16

Bits und einem fraction-Anteil von 8 Bits soll die Berechnung
√

x2 realisiert werden.

➟ 1. Ansatz: y =
√

x2 (Zuerst Quadrierung, danach Radizierung)

Diese Variante ist numerisch instabil:

• Problemfall 1: x ist sehr groß (z.B. x = 64 = 26)

x2 = 212 ist mit 8 Integer-Bits nicht darstellbar → Overflow!

Stattdessen wird der größte, darstellbare Wert (also 28−1 = 255) als Zwischen-

ergebnis gespeichert (saturate). Am Ende ist natürlich
√

255 6= 64.
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• Problemfall 2: x ist sehr klein (z.B. x = 1
64 = 2−6)

Auch x2 = 2−12 ist nicht darstellbar, da nur 8 fraction-Bits vorhanden sind →
Underflow!

Das Zwischenergebnis nach der Quadrierung hat den Wert Null, sodass das

Endergebnis folglich auch
√

0 = 0 ist.

➟ 2. Ansatz: y = (
√

x)
2

(Zuerst Radizierung, danach Quadrierung)

Nun läuft die Berechnung fehlerfrei ab.

• Fall 1:
√

26 = 23 (✓) und (23)2 = 26 (✓).

• Fall 2:
√

2−6 = 2−3 (✓) und (2−3)2 = 2−6 (✓).

In diesem Beispiel kann also durch eine simple Vertauschung der Reihenfolge der Opera-

tionen numerische Stabilität erreicht werden.

Es muss immer darauf geachtet werden, dass Zwischenergebnisse nie den dar-

stellbaren Bereich verlassen!

Beispiel 2: Ein mathematischer Algorithmus soll in Integer-Arithmetik implementiert

werden. Laut Berechnungsformel muss an einer Stelle der Ausdruck

10

5− 23
5

= 25

bestimmt werden. Wird diese Formel exakt übernommen, kommt es im Nenner zu einer

Rundung von 23
5 auf eine ganze Zahl.

➟ Fall 1: Abrunden: 23
5 −→ 4

Es entsteht der Term
10

5− 4
= 10.

➟ Fall 2: Aufrunden: 23
5 −→ 5

Es entsteht der Term
10

5− 5
=∞.

Beide Ergebnisse sind völlig unbrauchbar. Das erste Ergebnis hat einen relativen Fehler

von 500 %, das zweite wird sogar evtl. zu einem Abbruch der gesamten Berechnung führen.

Trotzdem kann auch in diesem Fall eine Lösung gefunden werden, die zum korrekten

Ergebnis führt.
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Eine Erweiterung des Bruches löst das Problem:

10 · 5
5 · 5− 23

= 25

Jetzt können keine Rundungsfehler mehr entstehen, da sich alle enthaltenen Operationen

mit Integer-Zahlen verlustfrei berechnen lassen.

Wenn – wie in diesem Beispiel – die Subtraktion zweier nahezu gleich großer Zahlen

aufgrund von Rundungsfehlern zu einem sehr großen relativen Fehler des Endergebnisses

führt, liegt numerische Auslöschung vor.

Die Subtraktion zweier nahezu gleich großer Zahlen ist stets zu vermeiden!

Ungültige Operationen

Neben den Problemen, die im vorherigen Abschnitt dargestellt wurden, existieren noch ei-

nige weitere Situationen, die während einer Berechnung nach Möglichkeit niemals auftreten

sollten: Die folgenden Fälle werden allgemein als ungültige Operationen bezeichnet:

➟ Operationen mit undefiniertem Ergebnis (→ NaN)

• ∞−∞
• 0 · ∞
• 0

0

• ∞
∞

➟ Operationen mit unendlich großem Ergebnis (→ ±∞, ± Inf)

• 1
0

• log(0) (→ −∞)

• 22000 (→ ∞, da selbst mit 64 Bit-Float nicht mehr darstellbar)

Spezielle Probleme der Eigenwertzerlegung

Als besonders problematisch für den EWZ1-Algorithmus haben sich Matrizen erwiesen,

die mindestens eine der folgenden Eigenschaften besitzen:

➟ Schlechte Konditionierung (Hohe Konditionszahl)

Das Verhältnis vom größten zum kleinsten Eigenwert ist sehr groß → starke Dyna-

mikschwankungen → Gefahr durch Over-/Underflows

1EWZ ⇒ Eigenwertzerlegung
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➟ Die Matrix besitzt einen/mehrere Eigenwerte mit sehr geringem Betrag

Eigenwerte, die kleiner sind, als der eps-Wert des verwendeten Zahlenformats, kön-

nen nicht gefunden werden, aber auch Eigenwerte, die nur geringfügig größer sind

als eps, können Schwierigkeiten bereiten.

➟ Die Matrix besitzt mehrere Eigenwerte (die absolute Größe ist unwichtig), die sehr

dicht beieinander liegen bzw. sogar gleich sind

Die QR-Iteration kann sehr lange dauern, da sehr viele (evtl. sogar unendlich viele)

Iterationsschritte benötigt werden.

Der fehleranfälligste Abschnitt der EWZ ist offensichtlich die QR-Faktorisierung, da sie –

wie in Abschnitt 3.2 beschrieben – auf einem iterativen Verfahren basiert. Dabei existieren

zwei Parameter, die die Stabilität der QR-Faktorisierung maßgeblich beeinflussen.

Auf der einen Seite ist dies ein Grenzwert – er sei im folgenden einmal
”
max iter“ genannt

– der festlegt, nach wie vielen Iterationsschritten die Berechnung beendet sein muss, be-

vor sie als
”
gescheitert“ eingestuft wird. Falls max iter sehr groß gewählt wird, steigt die

Wahrscheinlichkeit, dass jede Berechnung ordnungsgemäß konvergiert, und somit steigt

auch die numerische Stabilität. Sollte jedoch für jede einzelne Berechnung nur eine be-

grenzte Zeit zur Verfügung stehen, wie es in technischen Systemen im Allgemeinen der

Fall ist, dann muss max iter reduziert werden.

Obwohl eine n × n-Matrix im Durchschnitt nach ca. 2n Iterationsschritten faktorisiert

ist (siehe z.B. Abbildung 5.1), sollte nach [Gre89] max iter = 30n gewählt werden, damit

auch für Problemmatrizen noch ausreichende Reserven vorhanden sind.

Der zweite bedeutende Parameter einer QR-Zerlegung ist der Schwellenwert ǫ, den ein

Nebendiagonalelement der Matrix unterschreiten muss, bevor er auf Null gesetzt wird.

Die Messungen zu diesem Punkt haben ergeben, dass die Stabilität des Algorithmus mit

geringer werdendem ǫ ab einem bestimmten Punkt stark abfällt.

Bei großem ǫ (z.B. 10−4 in Floating-Point) konvergiert nahezu jede Berechnung, da selbst

relativ große Elemente in den Nebendiagonalen sehr früh auf Null gesetzt werden.

−→ hohe Stabilität, aber schlechte Ergebnisse

Wird nun das ǫ beispielsweise auf 10−12 gesenkt, ist das Resultat ein komplett anderes.

Die Anzahl der gescheiterten Berechnungen steigt sehr stark an, weil es nun häufiger vor-

kommt, dass 30 n Schritte nicht genügen, um alle Nebendiagonalelemente kleiner als ǫ

werden zu lassen. Dafür liefern nun sämtliche Durchläufe, die konvergieren, sehr hochwer-

tige Ergebnisse.

−→ geringe Stabilität, aber präzise Ergebnisse
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Als geeigneter Kompromiß aus Stabilität und Präzision hat sich der Wert ǫ = 10−8 her-

ausgestellt, da ca. 99.9 % der Berechnungen konvergieren und die Resultate trotzdem

ausreichend exakt sind.

5.1.2. Maßnahmen zur Verbesserung der Stabilität

Normalisierung

Bei der Durchführung einer Eigenwertzerlegung ist es in den meisten Fällen zu empfeh-

len, vor den eigentlichen Transformationsschritten eine Normalisierung der Matrix durch-

zuführen

A← A

max(max(abs(A)))
.

Nach diesem Schritt hat das betragsgrößte Element der Matrix A einen Betrag von exakt

1, und alle anderen Matrixelemente werden entsprechend mit dem gleichen Faktor skaliert,

sodass jetzt alle Elemente einen Betrag ≤ 1 haben.

Diese Operation ist unkritisch, da stets gilt: Wenn λ Eigenwert von A ist, dann ist λ
α

Ei-

genwert von A

α
. Sollten alle Matrixelemente sehr hohe Beträge haben, ist diese Maßnahme

oft sogar notwendig. Speziell die Korrelationsmatrizen, die bei der Signalverarbeitung im

ACC-System auftreten, enthalten häufig Werte der Größenordnung 1012. Ohne Normali-

sierung wäre eine Darstellung dieser Zahlen in einem Fixed-Point-Format völlig unmöglich.

Bei jeder Berechnung sind also die folgenden Schritte zu durchlaufen:

1. α = max(max(abs(A))) (Floating-Point-Operation)

2. Ã = A

α
(Floating-Point-Operation)

3. Eigenwertzerlegung von Ã −→ λ̃1 . . . λ̃n = λ1

α
. . . λn

α
(Fixed-Point-Operation)

4. λ1 . . . λn = α · λ̃1 . . . α · λ̃n (Floating-Point-Operation)

So kann also erreicht werden, dass Matrizen mit sehr großen oder auch mit sehr kleinen

Elementbeträgen in Fixed-Point dargestellt und faktorisiert werden können. Das Verfah-

ren ist auch sehr hilfreich, wenn die Gefahr von Over-/Underflows an kritischen Stellen

der Berechnung eingegrenzt werden soll.

Temporäre Erhöhung der Genauigkeit

Falls bekannt sein sollte, dass eine bestimmte Operation in einem Fixed-Point-Algorithmus

einen sehr großen Fehler verursacht, kann es sinnvoll sein, die Darstellungsgenauigkeit für

diese Operation kurzfristig zu erhöhen.

Beispiel: Auf eine Zahl, die aus jeweils 16 Integer- und Fraction-Bits besteht, soll eine Ope-

ration angewendet werden, die eine Ungenauigkeit in den 4 niederwertigsten Bits erzeugt.
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Um diese Fehlerquelle zu beseitigen, könnte der Fraction-Anteil kurzfristig auf 20 Bits

erweitert werden. Nach der kritischen Operation werden dann die letzten 4 Bits einfach

verworfen, und das Ergebnis wird wieder in das ursprüngliche Format konvertiert.

Das QR-/QL-Verfahren

Um das Konvergenzverhalten des Diagonalisierungsprozesses zu verbessern, kann es sinn-

voll sein, anstelle des QR-Iterationsverfahrens eine QL- oder eine QR-/QL-Faktorisierung

durchzuführen.

Bei der QL-Faktorisierung werden – wie der Name schon sagt – keine QR- sondern QL-

Iterations-Schritte zur Diagonalisierung der tridiagonalisierten Matrix verwendet. Ein QL-

Schritt besitzt zwar das gleiche Grundprinzip, er wird jedoch in unterschiedlicher Weise

angesetzt.

Alle Vorgänge werden invertiert:

➟ Der Wilkinsom-Shift wird nicht aus der unteren rechten sondern aus der oberen

linken 2× 2-Matrix berechnet.

➟ Die Givens-Rotationen laufen danach nicht mehr von oben links nach unten rechts

sondern umgekehrt.

➟ Folglich konvergiert die Matrix nun auch nicht zuerst im unteren rechten Bereich,

sondern im oberen linken.

Die QR-/QL-Faktorisierung ist schließlich eine Methode, die beide Verfahren miteinander

kombiniert. Vor jedem Iterationsschritt wird für den zu diagonalisierenden Bereich geprüft,

ob das obere linke Hauptdiagonalelement einen größeren Betrag hat als das untere rechte.

Ist dies der Fall, so wird ein QR-Schritt durchgeführt, im anderen Fall ein QL-Schritt.

In manchen Situationen bewirkt diese Vorgehensweise eine Reduzierung der Anzahl der

benötigten Iterationsschritte. Auch auf diese Art kann ein Beitrag zur Verbesserung der

numerischen Stabilität der Berechnung geleistet werden.

Die Abbildung 5.1 zeigt das Ergebnis einer direkten Gegenüberstellung aller drei Ver-

fahren. Insgesamt wurden jeweils 1000 verschiedene zufällig generierte 16 × 16-Matrizen

getestet.
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5.1. Hintergrund: Qualität eines Algorithmus

(a) Alle Varianten im Vergleich (b) QR-/QL-Algorithmus

Abbildung 5.1.: Durchgeführte QL-/QL-Iterationsschritte bei verschiedenen Algorithmus-
varianten

Demnach konvergiert der QR-/QL-Algorithmus im Durchschnitt nach einer geringeren

Anzahl von Schritten als der QL-Algorithmus, der QR-Algorithmus arbeitet jedoch noch

etwas effizienter.

Interessant ist auch die Tatsache, dass der QR-/QL-Algorithmus bei allen 1000 Durch-

läufen im Durchschnitt 28.44 QR- und nur 2.32 QL-Schritte absolvierte. Aufgrund der

willkürlichen Zusammensetzung der Testmatrizen war das Ergebnis in dieser Form nicht

unbedingt zu erwarten.

Auch wenn der Vorteil der QR-/QL-Methode am Beispiel zufälliger Matrizen nicht son-

derlich gut demonstriert werden kann, gibt es laut Fachliteratur [Gre89] einige Fälle, in

denen der Einsatz des Verfahrens positive Auswirkungen zeigt.

5.1.3. Performance

Neben einer Verbesserung der Stabilität ist auch eine Steigerung der Performance erstre-

benswert, da eine Berechnung erfahrungsgemäß gar nicht schnell genug ablaufen kann.

Wird die benötige Zeit für die Signalverarbeitung eines Sensors verringert, entstehen dar-

aus mehrere vorteilhafte Möglichkeiten:

➟ Der Sensor kann häufiger abgefragt werden → höhere Genauigkeit / bessere Sicher-

heit / größere Präzision / etc.

➟ Bei gleichbleibender Abtast-Rate kann eine langsamere und dadurch günstigere Elek-

tronik bei der Signalverarbeitung eingesetzt werden.
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Wenn eine Berechnung wie z.B. die Eigenwertzerlegung aus mehreren Teilschritten besteht,

ist es sinnvoll, vor der Optimierung eines bestimmten Abschnitts zu prüfen, welchen Anteil

dieser Abschnitt an der gesamten Berechnungsdauer hat (siehe z.B. Abbildung 4.2).

Der zu erwartende Geschwindigkeitsvorteil (⇒ speedup) kann durch Anwendung des er-

weiterten Amdahl’schen Gesetzes [Amd67] bestimmt werden:

speedup =
1

1− (A1 + . . . + An) + A1

S1
+ . . . + An

Sn

(5.3)

mit

An =̂ Anteil des beschleunigten Programmteils an der gesamten Berechnung

Sn =̂ speedup des Programmteils mit dem Anteil An.

Hat ein Programmteil einen Anteil von 10% am Gesamtprogramm, so kann auch seine

Optimierung logischerweise nur ein speedup von maximal 10 % bewirken.

Sollen zwei unterschiedliche Algorithmen bzw. zwei verschiedene Versionen eines Algo-

rithmus im Hinblick auf ihre Rechengeschwindigkeit miteinander verglichen werden, kann

der Unterschied entweder in absoluten (
”
Berechnung A dauert eine Sekunde länger als

Berechnung B“) oder in relativen (
”
Berechnung B ist 10 % schneller als Berechnung A“)

Zahlen ausgedrückt werden. Für letzteres ist MatLab sehr gut geeignet, da ein Algorith-

mus, der unter MatLab z.B. doppelt so schnell arbeitet wie ein anderer, auch nach einer

Umsetzung beider Algorithmen in C, Pascal oder eine andere Programmiersprache noch

etwa doppelt so schnell sein wird, obwohl sich die absoluten Zeitwerte im Vergleich zu

MatLab natürlich geändert haben.

Dies gilt in besonderem Maße bei Verwendung der Fixed-Point-Toolbox, die wirklich sehr

(!!!) viel Zeit selbst für einfachste Berechnungen benötigt. Dies wird bereits bei den

Grundrechenarten deutlich: Eine simple Addition/Subtraktion/Multiplikaion/Division ist

in Fixed-Point-Arithmetik um den Faktor 1000 bis 10 000 langsamer als unter Floating-

Point. Für die Eigenwertzerlegung einer 16 × 16-Matrix benötigt ein Standard-PC (P4-

2 GHz) bereits über eine Minute. Bei einer Betrachtung dieser absoluten Zahlen ist es

schwer vorstellbar, dass ein FPGA- oder ASIC-Chip mit einer Taktfrequenz von einigen

MHz eine vergleichbare Eigenwertzerlegung mehrmals innerhalb einer Sekunde auführen

soll.

Tatsächlich nutzt MatLab allerdings nur einen geringen Teil der Rechenzeit für die eigent-

liche Berechnung. Der größte Teil wird
”
nutzlos“ im Hintergrund für die offensichtlich

sehr aufwändige Verwaltung der Fixed-Point-Objekte verbraucht (erfahrungsgemäß bis zu

90 %!). Die Fixed-Point-Toolbox ist allerdings auch noch ein relativ neues Produkt, sodass

die Hoffnung besteht, dass zukünftige Versionen möglicherweise etwas effizienter arbeiten

werden.
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5.1.4. Maßnahmen zur Verbesserung der Performance

Um den Rahmen dieser Arbeit nicht zu sprengen, soll an dieser Stelle auf eine komplette

Auflistung aller Ansätze zur Verbesserung der Performance verzichtet werden.

Trotzdem sollen stellvertretend noch einige Fakten zum Wilkinson-Shift präsentiert wer-

den, da dieses Verfahren die mit Abstand größte Performance-Steigerung bewirkt hat.

Die beiden Abbildungen 5.2 und 5.3 zeigen die Ergebnisse einer kurzen Testreihe, in

der die minimale und maximale Anzahl der benötigten QR-Iterations-Schritte mit/oh-

ne Wilkinson-Shift für unterschiedlich große Matrizen ermittelt werden sollte (je 100

Durchläufe).

Hier ist gut zu erkennen, dass eine Eigenwertzerlegung ohne Shift unter normalen Umstän-

den etwa 50−100 Mal so viele Iterationsschritte erfordert wie die Berechnung mit Shift.

Eine Performance-Steigerung um den Faktor 100 spricht also eindeutig für die Verwendung

des Wilkinson-Shifts.

Ebenfalls sehr positiv ist die Tatsache, dass sich alle gemessenen Werte bei der Berechnung

mit Shift in einem vergleichsweise engen Rahmen befinden, während im anderen Fall vor

allem bzgl. der oberen Grenze nicht die geringste Regelmäßigkeit in den Messergebnissen

zu erkennen ist.

Abbildung 5.2.: Benötigte QR-Iterationsschritte für verschiedene Matrixgrößen (ohne
Wilkinson-Shift)
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Abbildung 5.3.: Benötigte QR-Iterationsschritte für verschiedene Matrixgrößen (mit
Wilkinson-Shift)

5.2. Tests

Die Stabilität des Algorithmus soll anhand der folgenden Kriterien bewertet werden:

➟ Der mittlere Fehler µ der Eigenwerte

µ wird berechnet, indem die berechneten Eigenwerte mit den Ergebnissen der Refe-

renzfunktion aus MatLab verglichen werden.

Es sei

T = eig(A) =





λ1

λ2
0

0

. . .

λn





und

T̃ = eig new(A) =





λ̃1

λ̃2
0

0

. . .

λ̃n
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mit

eig ⇒ Referenzfunktion für Eigenwertzerlegungen in MatLab

eig new ⇒ neue EWZ-Funktion (Eigenentwicklung)

A ⇒ zu faktorisierende Matrix

λ, λ̃ ⇒ Eigenwerte

T, T̃ ⇒ Eigenwertmatrizen.

Für den Mittelwert des Fehlers

Fn = λn − λ̃n

gilt dann

µ =
1

n
·

n∑

i=1

Fn. (5.4)

➟ Die Standardabweichung σ aller Fehler

σ =

√√√√ 1

n
·

n∑

i=1

(Fn − µ)2 (5.5)

➟ Die Anzahl der Problemfälle

Dies sind

a) Berechnungen, die nicht innerhalb des festgelegten Iterationsschritte-Limits

(30 n) konvergieren

b) Berechnungen, deren Abweichungen zum Referenzwert nicht korrekt zu ermit-

teln sind (Inf, NaN).

Für die Bewertung der Performance sind die folgenden Aspekte entscheidend:

➟ Die durchschnittliche Anzahl der benötigten Iterationsschritte

➟ Die durchschnittliche Dauer einer Berechnung (gemessen durch tic/toc)

Sämtliche Testmatrizen sind komplex-hermitesch aufgebaut. Sie werden zwar zufällig ge-

neriert, besitzen allerdings eine festgelegte Konditionszahl.

Die folgenden Matrixparameter werden für die Tests verwendet:

➟ Größe

• 4× 4

• 8× 8

• 16× 16
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➟ Konditionszahl

• 10

• 1000

• 1 000 000

Die Durchläufe mit Floating-Point-Matrizen beschränken sich dann auf einen einzigen

weiteren Testparameter, und zwar ist dies der Schwellenwert ǫ der QR-Zerlegung.

Für ǫ werden die folgenden Werte eingesetzt:

• 10−4

• 10−6

• 10−8

• 10−10

• 10−12

Für jede Kombination aus Matrixgröße, Konditionszahl und Schwellenwert ǫ werden 20 000

Eigenwertzerlegungen durchgeführt.

Bei den Fixed-Point-Tests wird als weiterer Parameter die word-/fraction-Länge variiert.

Es werden die beiden Formate

• s 32, 16 ⇒ signed, wordlength = 32, fractionlength = 16

• s 48, 32 ⇒ signed, wordlength = 48, fractionlength = 32

verwendet.

Um die Tests in einem akzeptablen zeitlichen Rahmen zu halten, werden pro verwendetem

Format nur zwei Werte für ǫ geprüft:

➟ s 32, 16

• 2−6 = 0.015625

X XXXXXXXXXXXXXXX.XXXXXX|XXXXXXXXXX

• 2−11 = 0.00048828125

X XXXXXXXXXXXXXXX.XXXXXXXXXXX|XXXXX
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➟ s 48, 32

• 2−11 = 0.00048828125

X XXXXXXXXXXXXXXX.XXXXXXXXXXX|XXXXXXXXXXXXXXXXXXXXX

• 2−22 = 0.0000002384185791015625

X XXXXXXXXXXXXXXX.XXXXXXXXXXXXXXXXXXXXXX|XXXXXXXXXX

Diese Grenzen wurden gewählt, um in beiden Fällen das Konvergenzverhalten bei ǫ ≈
2−

1

3
fractionlength (geringe Genauigkeit) und bei ǫ ≈ 2−

2

3
fractionlength (höhere Genuigkeit)

beurteilen zu können.

Da für Fixed-Point-Operationen im Vergleich zur entsprechenden Floating-Point-Opera-

tion grundsätzlich die 1000- bis 10 000-fache Zeit benötigt wird, ist es nicht möglich, auch

hier jeweils 20 000 Eigenwertzerlegungen in einer sinnvollen Zeit zu berechnen. Um den-

noch eine ausreichend repräsentative Menge von Ergebnissen zu bekommen, werden 500

4× 4-Matrizen, 200 8× 8-Matrizen und 100 16× 16-Matrizen faktorisiert.

5.2.1. Simulationsergebnisse Floating-Point

Alle Tests lieferten unabhängig von den verwendeten Parametern (Matrixgröße, Konditi-

onszahl und Schwellenwert ǫ der QR-Faktorisierung) sehr präzise Ergebnisse: Der durch-

schnittliche Fehler lag jeweils bei ca. 10−16 (siehe S. 119).

Bei der Standardabweichung der Fehler sind hingegen sehr große Unterschiede zwischen

den einzelnen Durchläufen zu erkennen. In erster Linie ist hier der Schwellenwert von

Bedeutung. Mit geringer werdendem ǫ sinkt auch die Standardabweichung. Ein leich-

ter Anstieg der Standardabweichung ist bei wachsender Matrixgröße zu verzeichnen. Die

Konditionszahl hat auch hier keinen Einfluss (siehe S. 120).

Bei zunehmender Matrixgröße und Konditionszahl steigt die Anzahl der registrierten Pro-

blemfälle an. Sehr interessant ist die Beobachtung, dass sich die wenigsten Probleme bei

einem Schwellenwert von 10−8 ergeben. Sowohl größere als auch kleinere Werte für ǫ

führen zu einem Anstieg der Problemquote (siehe S. 121).

Die Anzahl der benötigten Iterationsschritte steigt mit wachsender Matrixgröße, zuneh-

mender Konditionszahl und geringer werdendem ǫ. Bei den 16× 16-Matrizen treten Pro-

bleme in Verbindung mit einem Schwellenwert von 10−4 (siehe S. 122).

Die Resultate bzgl. der Berechnungsdauer verlaufen analog zu den Ergebnissen der vor-

herigen Messung. In einigen Fällen kommt es offensichtlich zu Schwierigkeiten bei einer

Konditionszahl von 1000 (siehe S. 123).
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Abbildung 5.4.: Mittlerer Fehler der berechneten Eigenwerte (4× 4-Matrizen)

Abbildung 5.5.: Mittlerer Fehler der berechneten Eigenwerte (8× 8-Matrizen)

Abbildung 5.6.: Mittlerer Fehler der berechneten Eigenwerte (16× 16-Matrizen)
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Abbildung 5.7.: Standardabweichung der Fehler (4× 4-Matrizen)

Abbildung 5.8.: Standardabweichung der Fehler (8× 8-Matrizen)

Abbildung 5.9.: Standardabweichung der Fehler (16× 16-Matrizen)
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Abbildung 5.10.: Anzahl der aufgetretenen Problemmatrizen (4× 4-Matrizen)

Abbildung 5.11.: Anzahl der aufgetretenen Problemmatrizen (8× 8-Matrizen)

Abbildung 5.12.: Anzahl der aufgetretenen Problemmatrizen (16× 16-Matrizen)
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Abbildung 5.13.: Anzahl der benötigten QR-Iterationsschritte (4× 4-Matrizen)

Abbildung 5.14.: Anzahl der benötigten QR-Iterationsschritte (8× 8-Matrizen)

Abbildung 5.15.: Anzahl der benötigten QR-Iterationsschritte (16× 16-Matrizen)
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Abbildung 5.16.: Durchschnittlich benötigte Zeit für eine EWZ (4× 4-Matrizen)

Abbildung 5.17.: Durchschnittlich benötigte Zeit für eine EWZ (8× 8-Matrizen)

Abbildung 5.18.: Durchschnittlich benötigte Zeit für eine EWZ (16× 16-Matrizen)
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5.2.2. Simulationsergebnisse Fixed-Point

Trotz der bereits erwähnten Probleme mit der Fixed-Point-Toolbox (siehe Kapitel 5.1.3)

konnten einige Testdurchläufe absolviert werden.

Zwar war es aus zeitlichen Gründen notwendig, die Fixed-Point-Simulationen auf weni-

ge hundert Einzeltests zu begrenzen (Floating-Point: je 20 000), die Ergebisse sind aber

trotzdem aussagekräftig genug, um das Verhalten der Eigenwertzerlegung unter Fixed-

Point beurteilen zu können.

Bei Verwendung einer Wortlänge von 32 Bit traten maximale Fehler von bis zu 10−2 auf.

Verglichen mit den Ergebnissen der Floating-Point-Simulation (10−16) ist dies ein extrem

schlechter Wert, der im Rahmen einer weiteren Signalverarbeitung bereits zu erheblichen

Problemen führen kann. Durch eine Erhöhung der Wortlänge auf 48Bit kann der Fehler

immerhin auf ca. 10−6 reduziert werden. Der geringste Fehler tritt häufig bei einer Kon-

ditionszahl von 1000 auf. Anscheinend ist es für den Algorithmus ein Nachteil, wenn die

Eigenwerte dicht zusammen (Konditionszahl 10) oder weit auseinander (Konditionszahl

106) liegen (siehe S. 125).

Die Betrachtung der Standardabweichungen der Fehler liefert quasi ein identisches Bild

wie die Auswertung der mittleren Fehler. Hier treten keine Besonderheiten auf (siehe

S. 126).

Eine akzeptable Problemfallquote ist ausschließlich bei 48 Bit Wortbreite und einem re-

lativ großen ǫ von 2−11 zu verzeichnen; bei dieser Parametrierung trat nicht ein einziger

Fehler auf. Eine Verringerung der Wortbreite und/oder eine Senkung des Schwellenwertes

führen zu einer Problemwahrscheinlichkeit von bis zu 70 % (siehe S. 127)!

Berechnungen in Fixed-Point benötigen grundsätzlich weniger Iterationsschritte als in

Floating-Point, da die Schwellenwerte prinzipbedingt so hoch liegen, dass bereits relativ

große Nebendiagonalelemente auf den Wert Null gesetzt werden. Trotz der Unterschiede

können hier die gleichen Trends festgestellt werden wie in Floating-Point: Je größer die

zu faktorisierende Matrix und je geringer der Schwellenwert, desto mehr Iterationsschritte

werden für die Berechnung benötigt. Die Unterschiede zwischen einzelnen Werten für ǫ

fallen hier sehr extrem aus. Bei einer niedrigen Schwelle (z.B. 2−11 bei 32 Bit) ist die

Schritt-Anzahl teilweise doppelt so hoch wie bei einem größeren ǫ (z.B. 2−6 bei 32 Bit)

(siehe S. 128).

Für die Berechnungsdauer gilt auch unter Fixed-Point das gleiche wie für die Anzahl der

Berechnungsschritte. Allerdings sind die Unterschiede zwischen Simulationsdurchläufen

mit verschiedenen ǫ-Werten hier sogar noch stärker ausgeprägt: Bei einer Wortbreite von

32 Bit kann es sogar zu einer Verdreifachung des zeitlichen Aufwandes kommen (siehe

S. 129).

Auch bei den Zeitmessungen machen sich wieder die Probleme mit der Konditionszahl 10

bemerkbar.
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5.2. Tests

Abbildung 5.19.: Mittlerer Fehler der berechneten Eigenwerte (4× 4-Matrizen)

Abbildung 5.20.: Mittlerer Fehler der berechneten Eigenwerte (8× 8-Matrizen)

Abbildung 5.21.: Mittlerer Fehler der berechneten Eigenwerte (16× 16-Matrizen)
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5.2. Tests

Abbildung 5.22.: Standardabweichung der Fehler (4× 4-Matrizen)

Abbildung 5.23.: Standardabweichung der Fehler (8× 8-Matrizen)

Abbildung 5.24.: Standardabweichung der Fehler (16× 16-Matrizen)
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5.2. Tests

Abbildung 5.25.: Anzahl der aufgetretenen Problemmatrizen (4× 4-Matrizen)

Abbildung 5.26.: Anzahl der aufgetretenen Problemmatrizen (8× 8-Matrizen)

Abbildung 5.27.: Anzahl der aufgetretenen Problemmatrizen (16× 16-Matrizen)
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5.2. Tests

Abbildung 5.28.: Anzahl der benötigten QR-Iterationsschritte (4× 4-Matrizen)

Abbildung 5.29.: Anzahl der benötigten QR-Iterationsschritte (8× 8-Matrizen)

Abbildung 5.30.: Anzahl der benötigten QR-Iterationsschritte (16× 16-Matrizen)
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5.2. Tests

Abbildung 5.31.: Durchschnittlich benötigte Zeit für eine EWZ (4× 4-Matrizen)

Abbildung 5.32.: Durchschnittlich benötigte Zeit für eine EWZ (8× 8-Matrizen)

Abbildung 5.33.: Durchschnittlich benötigte Zeit für eine EWZ (16× 16-Matrizen)
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6. Zusammenfassung und Ausblick

Das Hauptziel bei der Bearbeitung dieser Diplomarbeit war die Implementierung eines

Algorithmus zur Berechnung von Eigenwertzerlegungen symmetrischer/hermitescher Ma-

trizen, der im Rahmen eines Winkelschätzungsverfahrens in zukünftigen Radarsystemen

eingesetzt werden kann. Dabei sollten vor allem die beiden Fragen geklärt werden,

a) ob es möglich ist, einen Floating-Point-Algorithmus in C zu programmieren, der

effizienter arbeitet als bereits bestehende Verfahren und

b) ob eine Eigenwertzerlegung auch in Fixed-Point-Arithmetik realisierbar ist.

Nach einer umfangreichen Einarbeitungsphase wurde als Einstieg in die Thematik nach

Anleitung durch entsprechende Fachliteratur eine erste Version der Eigenwertzerlegung

in MatLab implementiert. Diesem ersten Algorithmus fehlte allerdings noch die Funk-

tionalität zur Faktorisierung hermitescher Matrizen, die dann im zweiten Schritt hinzu-

gefügt wurde. Anschließend wurden die Berechnungsfunktionen mit Hilfe der Fixed-Point-

Toolbox von MatLab weiter modifiziert, sodass sie zur Simulation einer Eigenwertzerle-

gung in Fixed-Point-Arithmetik genutzt werden konnten. Der simulierte Fixed-Point-

Algorithmus wurde dann dazu verwendet, um eine Vielzahl von Testdurchläufen bzgl. der

numerischen Stabilität des Verfahrens zu absolvieren.

Parallel zu den Fixed-Point-Tests wurde eine Implementierung der Berechnung in C vor-

genommen, die die Vergleichbarkeit zwischen dem neuen Algorithmus und den Referenz-

Codes aus der LAPACK-Bibliothek verbessern sollte.

Die Ergebnisse der Tests zeigen, dass die Erfolgsaussichten für den praktischen Einsatz

einer Eigenwertzerlegung auf der Basis von Fixed-Point-Arithmetik in zukünftigen Radar-

systemen zum jetzigen Entwicklungszeitpunkt noch relativ schwer abzuschätzen sind.

Im Hinblick auf die Eigenwertzerlegung in Fixed-Point kann festgehalten werden, dass sie

grundsätzlich durchführbar ist, wie die absolvierten Testläufe zeigen. Auftretende Pro-

bleme lassen sich praktisch immer durch eine Vergrößerung der Wortbreite eliminieren.

Eine Wortbreite, die für die Faktorisierung von 8×8-Matrizen ausreicht, kann bei 16×16-

Matrizen bereits zu einer inakzeptablen Fehlerquote führen, da einfach die Anzahl der

Berechnungsschritte eine viel größere ist. Das Hauptproblem ist hier die Fehlerfortpflan-

zung, die nur durch eine Erhöhung der Darstellungsgenauigkeit – d.h. im Endeffekt durch

eine Vergrößerung der Wortbreite – effektiv begrenzt werden kann.
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Für Korrelationsmatrizen der Größe 16 × 16 ist bereits eine Wortbreite von 32 Bit nicht

mehr ausreichend, da einfach zu viele Problemfälle – selbst bei großem ǫ – auftreten (teil-

weise über 10 %; siehe Abbildung 5.27). Mit z.B. 40 oder 48 Bits können jedoch zufrieden-

stellende Resultate erzielt werden. Leider sind diese Wortlängen speziell im Hinblick auf

eine zukünftige Implementierung in Hardware nicht sehr praktikabel.

Die Performance der Berechnung ist im Moment definitiv noch nicht praxistauglich: Der

Lehrbuch-Algorithmus benötigt verglichen mit LAPACK etwa die 40 − 50 fache Berech-

nungszeit.

Der nächste Entwicklungsschritt würde nun darin bestehen, Wege zu suchen, den Ablauf

der Berechnung erheblich zu beschleunigen. Um dies zu erreichen, ist eine Vertiefung der

Kenntnisse über die Funktionsweise von LAPACK unerlässlich. Erst wenn die Eigenwert-

zerlegung in einer vergleichbaren Zeit abläuft, ist es sinnvoll, weitere Überlegungen zum

Thema Fixed-Point-Arithmetik anzustellen.

Die Untersuchungen im Rahmen dieser Arbeit zeigen, dass noch ein erheblicher zeitlicher

Aufwand im Bereich der Forschung nötig ist, bevor eine Eigenwertzerlegung in Fixed-

Point-Arithmetik tatsächlich in angemessener Form durchführbar sein wird. Ob dieser

Aufwand am Ende vertretbar ist, bleibt jedoch fraglich, da der Erfolg der Entwicklung

zum jetzigen Zeitpunkt nicht garantiert werden kann.

Eine Verbesserung der Berechnungs-Performance ist durchaus realistisch, da die Existenz

der LAPACK-Routinen zeigt, dass eine bedeutend höhere Geschwindigkeit erreichbar ist.

Der Erfolg im Bereich der Fixed-Point-Entwicklung ist jedoch ungewiss. Mathematische

Verfahren zur Reduzierung der benötigten Wortbreite hätten hier sicherlich einen sehr

hohen Stellenwert in der Forschung, da es sinnvoll wäre, ein stabiles Verfahren zu entwi-

ckeln, das auch größere Matrizen auf der Basis einer Wortbreite von nur 32Bit korrekt

faktorisiert.
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A. Anhang: Verwendete Werkzeuge

A.1. MatLab 7.04 (Release 14 SP2)

Die Software
”
MatLab“ von der Firma MathWorks Inc. ist sowohl ein Tool zur Berech-

nung und Visualisierung technischer und mathematischer Zusammenhänge als auch eine

umfangreiche Entwicklungsumgebung mit einer eigenen Programmiersprache, die zur Ent-

wicklung komplexer Algorithmen genutzt werden kann.

Abbildung A.1.: MatLab Release 14 (Screenshot)

Anwendungsbereiche sind z.B.:

➟ Mathematik

➟ Entwicklung von wissenschaftlichen Algorithmen

➟ Modellierung und Simulation

➟ Anwendungsentwicklung
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Der Name
”
MatLab“ (⇒ Matrix Laboratory) deutet bereits an, dass intern alle numeri-

schen Objekte als Matrizen angelegt werden. Bei der Berechnung von 1 + 1 = 2 werden

also keine Integer oder Doubles im Speicher angelegt und addiert, sondern 1× 1-Matrizen

(= Arrays). Als funktionale Basis wurden bei der Programmierung von MatLab die Bi-

bliotheken der LINPACK- und EISPACK-Projekte verwendet.

Eine sehr wichtige Besonderheit von MatLab ist die einfache Erweiterbarkeit durch so

genannte
”
ToolBoxes“. Da die Grundfunktionalität keine oder nur sehr oberflächliche

Lösungen für Probleme aus Bereichen wie z.B. Signalverarbeitung, neuronale Netze oder

Fuzzy Logic bietet, können diese als Erweiterungspakete zusätzlich installiert werden. Es

ist auch möglich, eigene Funktionen als sogenannte M-Files (MatLab-Funktionen) zu spei-

chern und in die Umgebung einzubinden.

Die mitgelieferten Funktionen gliedern sich in acht große Bereiche:

elmat ⇒ elementare Matrizen und Matrixumformungen

elfun ⇒ grundlegende mathematische Funktionen

specfun ⇒ spezielle mathematische Funktionen

matfun ⇒ Matrizenfunktionen; numerische lineare Algebra

datafun ⇒ Datenanalyse und Fourier-Transformationen

polyfun ⇒ Interpolation und Polynome

funfun ⇒ Berechnung von Funktionen und ODE-Solver

sparfun ⇒ schwach besetzte Matrizen

Zusätzlich sind noch zahlreiche Funktionen zur Visualisierung und grafischen Aufbereitung

von Daten enthalten.

Da für die Bearbeitung dieser Diplomarbeit spezielle Fixed-Point-Datentypen (fi-Objekte)

benötigt wurden, die in der Grundversion von MatLab nicht vorhanden sind, wurde als

zusätzliches Paket die
”
Fixed-Point Toolbox“ (Version 1.2) verwendet.



A.2. Visual C++ 6

Abbildung A.2.: Visual C++ 6 (Screenshot)

Das Visual Studio 6 von Microsoft ist eine sehr weit verbreitete Entwicklungsumgebung

zur Programmierung von Anwendungen unter MS Windows.

Bei den Programmierarbeiten im Rahmen der Diplomarbeit wurde die Visual C++-

Umgebung in Verbindung mit der Freeware-Funktionsbibliothek
”
LAPACK“ (⇒ Linear

Algebra PACKage) verwendet. Die Programmierung erfolgte dabei allerdings nicht in der

Sprache C++, sondern in ANSI C, um den erstellten Code auf das Zielhardware-System

(MPC 5200) portieren zu können.
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